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KCPStack:张量分解的卷积核分层矩阵压缩方法
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摘要:针对现有张量分解卷积核压缩方法难以兼顾时空轻量化、过于依赖卷积瓶颈结构等问题,提
出一种具有可观压缩与加速能力的卷积核分层矩阵压缩方法(KCPStack)。首先,在矩阵乘法视角

下,将卷积核按通道拆分为2阶克罗内克规范多项式(KCP)分解,所得因子张量组合为两层权重矩

阵,使卷积计算转换为具有较高推理效率的双层轻量卷积结构;其次,对比所提KCPStack方法与

其他典型张量分解卷积核压缩方法的参数约减空间复杂度与推理计算时间复杂度;最后,基于

RK3588神经处理单元进行KCPStack方法的部署,面向实际场景目标检测识别需求开发相关应

用。实验结果表明:与现有张量分解方法相比,在张量秩相同或者参数量相当的前提下,所提

KCPStack方法具有最快的推理计算效率;在图像分类标准数据集CIFAR-10和ImageNet上,

KCPStack方法能够将精度损失控制在1%左右,最高可减少85.0%的参数量和79.8%的计算量;
在目标检测识别标准数据集COCO上,KCPStack方法相对于基线模型的平均精度下降不超过

1%;采用所提KCPStack方法对实际场景进行目标检测识别,在RK3588神经处理单元上能达到

95.4%的平均精度和35帧/s的图像处理帧率,内存开销仅为33.1MB。
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Abstract: Toaddressthelimitationsofexistingtensordecomposition-based methodsfor
compressingconvolutionalkernels,suchasthetrade-offbetweenspatialandtemporallightweight
andexcessiverelianceonconvolutionalbottleneckstructure,acompressionmethodwithlayered
matricescalledKCPStackisproposedinthispaperwhichoffersconsiderablecompressionand
accelerationcapabilities.Firstly,fromtheperspectiveofmatrixmultiplication,theconvolutional
kernelsaresplitbychannelandsubjectedtoasecond-order Khatri-Rao Product (KCP)

decompositionandtheresultingfactortensorsarecombinedintotwo-layerweightmatrices,
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therebytransformingtheconvolutionalcomputationintoatwo-layerlightweightconvolutional
structurewithhigherinferenceefficiency.Secondly,acomparisonismadebetweenthespace
complexityregardingparameterreductionandtimecomplexityregardinginferencecomputationof
theKCPStackmethodandothertypicaltensordecomposition-basedcompressionmethodsfor
convolutionalkernels.Lastly,the KCPStack methodisdeployed onthe RK3588 neural
processingunittodeveloprelatedapplicationstomeettheobjectdetectionandrecognitionneeds
fortherealscene.Theexperimentalresultsdemonstratethat,comparedwithexistingtensor
decomposition-basedmethods,theproposedKCPStackmethodachievesthehighestinference
computationefficiencyunderthesametensorrankorcomparableparameterquantityconditions.
OnthebenchmarkdatasetsCIFAR-10andImageNetforimageclassification,theKCPStack
methodcontrolstheaccuracylosstoaround1% whileachievingamaximumparameterreduction
of85.0%andacomputationalsavingof79.8%.OnthebenchmarkdatasetCOCOforobject
detectionandrecognition,theKCPStackmethodexhibitsanaverageprecisiondropoflessthan
1%comparedtothebaselinemodel.WhentheKCPStack methodisadoptedforanobject
detectionandrecognitiontaskintherealscene,anaverageprecisionof95.4%andofanimage
processingframerateof35framespersecondareachievedontheRK3588neuralprocessingunit,

anditrequiresonly33.1MBofmemoryconsumption.
Keywords:KCPtensordecomposition;convolutionalkernelcompression;inferenceefficiency;

layeredmatrices;objectdetectionandrecognition

  卷积神经网络(CNN)在现代计算机视觉与人

工智能领域发挥了重要作用,但优越的视觉理解能

力往往意味着CNN需要可观的参数量与计算量以

提供足够的表达能力,这对CNN在资源受限条件

下的部署提出了挑战[1-3]。为了解决这一问题,学者

们提出了大量的CNN压缩方法,其中,具有坚实理

论基础的张量分解方法[4],凭借其便于实现、压缩比

高、可直接训练等优势,在近年受到越来越多的

关注[5]。
张量分解用于CNN压缩一般有两种方式,分

别是张量估计与张量映射[6]。其中,张量估计将矩

阵低秩估计的思想拓展至张量层面,将CNN中需

要压缩的卷积核分解为若干小规模因子张量并作为

新权重,使这些因子张量形成对原卷积核的低秩表

达[7];张量映射将张量分解得到的因子张量视作多

层神经网络模块,通过更多非线性表达能力提升

CNN 压 缩 效 果[8]。张 量 估 计 在 循 环 神 经 网 络

(RNN)的压缩方面应用较多,可以实现上万倍的压

缩比。例如,Yang等[9]借助张量串(TT)分解实现

了上万倍压缩比的轻量化RNN,其他如Ye等[10]、

Pan等[11]、Yin等[12]分别使用块项(BT)分解、张量

环(TR)分解、分层塔克(HT)分解达成了相当甚至

更好的轻量化效果。张量估计的轻量化RNN近年

也产生了一些面向现实业务的应用,如司法案件判

定[13]、用户推荐[14]等。张量映射在CNN中效果更

佳,如Zhang等[15]将卷积核以奇异值分解(SVD)方
式转换为一个轻量化卷积与1×1卷积堆叠的形式,

Kim等[16]将塔克(Tucker)分解映射为ResNet瓶颈

结构,Chen等[17]将BT分解映射为ResNeXt的分

组瓶颈结构,Astrid等[18]和Lebedev等[19]将CP分

解各自映射为3层可分离瓶颈结构与4层非对称可

分离瓶颈结构,文献[20]借助克罗内克规范多项式

(KCP)分解提出4层非对称变通道可分离瓶颈

结构。
上述多种张量估计和张量映射方法各有优劣。

例如,张量估计受限于具体张量分解表达能力的差

异,在压缩精度与压缩比两方面较难达到均衡;张量

映射虽能带来额外非线性表达能力,但往往会将神

经网络改造为一个深而窄的新模型,导致训练难度

明显提升甚至无法获得好的训练结果。尤其是在面

向CNN时,现有张量估计方法受卷积特殊的计算

方式制约,在推理过程中往往必须先将因子张量恢

复为普通卷积核的形式再计算正常卷积;现有张量

映射方法大多与已成为常用模块的瓶颈结构相似,
故不具备再次压缩 ResNet等典型 CNN 的能力。
虽然文献[21]在RNN压缩角度指出 KCP分解有

着兼顾压缩比与推理计算效率的理论潜力,但在实

践中受张量转置、多路计算等影响,其实际计算的时
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间复杂度仍然很高。总之,现有张量分解卷积核压

缩方法难以较好地兼顾时间和空间复杂度,且不便

于压缩已经具有瓶颈结构的典型CNN模型。
为解决这些问题,本文考虑KCP分解可能兼顾

压缩比与推理计算效率的潜力,充分研究其因子张

量拓扑结构的灵活性,提出一种具有可观压缩与加

速能力的卷积核分层矩阵压缩方法 KCPStack;挖
掘KCP分解数学特性,分析卷积计算与矩阵乘法的

关系,提出卷积核以2阶KCP分解进行压缩并将因

子张量转换为双层轻量卷积结构的方法,在理论上

分析其推理效率优越性,证明其计算结果合理性;对
比KCPStack与其他典型张量压缩方法的时空复杂

度,并在CIFAR-10和ImageNet数据集上进行仿真

实验;面 向 实 际 场 景 目 标 检 测 识 别 需 求,提 出

KCPStack在RK3588神经处理单元(NPU)上的部

署方法并开发相关应用。

1 KCPStack卷积核压缩方法

KCPStack方法旨在将 KCP压缩的循环神经

网络(KCP-RNN)[21]拓展至卷积核压缩并解决其实

际推理计算效率较差的问题。具体思路为:首先将

卷积运算按照图像到矩阵(im2col)算法思想转换为

矩阵乘法,其次借助KCP对卷积核转换后得到的权

重矩阵进行2阶分解,接着将输入特征数据与KCP
因子张量之间的运算过程优化为两个连续矩阵乘

法,最后通过im2col算法的逆变换使卷积核及其计

算转变为双层轻量卷积结构。

1.1 KCP分解

KCP分解最早由Phan等[22]提出,可将大规模

矩阵或高阶张量转换为多组小规模CP因子矩阵的

形式,从而获得很高的压缩比。具体地,设任意权

重矩阵W ∈ℝM×N 的模长可各自分解为d个因数之

积M =∏
d

i=1
mi(一般与输入数据维度相关,可称为输

入模)和 N =∏
d

i=1
ni(一般与输出数据维度相关,可

称为 输 出 模),则 W 可 重 构 为d 阶 张 量 W ∈
ℝm1n1×m2n2×…×mdnd 并分解为

W =∑
K

k=1
Ak 􀱋Bk (1)

式中:􀱋 表示克罗内克(Kronecker)积;K 为 KT
秩。式(1)的d 阶张量Ak ∈ ℝm1×m2×…×md 与Bk ∈
ℝn1×n2×…×nd 还存在CP分解

Ak =E(Ak)·F(Ak)1 ·F(Ak)2 ·…·F(Ak)d

Bk =E(Bk)·F(Bk)1 ·F(Bk)2 ·…·F(Bk)d (2)

式中:·指两个张量之间按长度相同的模进行缩并

运算,矩阵乘法即缩并运算的特例;F(Ak)i ∈ ℝmi×R(A)k

和F(Bk)i ∈ℝni×R(B)k 是CP因子矩阵,可作为权重矩阵

分解之后的新权重,R(A)
k 和R(B)

k 分别是Ak 和Bk 的

CP秩;E(Ak)与E(Bk)可视作边长为R(A)
k 和R(B)

k 的d阶

单位超对角张量,在与外部输入计算时可忽略[21]。

KCP在理论上的高效计算优势在于将输入模

和输出模通过 Kronecker积分隔开,如此一方面可

以避免其他张量分解方法(如TT[9]、BT[10])的因子

张量将输入模与输出模绑定导致计算困难的情况;
另一方面提供了足够简洁的因子张量形状和可变的

拓扑结构,使得探索输入数据和KCP形式权重之间

的灵活计算成为可能。

1.2 卷积运算转化为矩阵乘法

任意S通道H×W 尺寸的特征图可表示为3阶

张量X∈ℝS×H×W,与高×宽为h×w的4阶张量的

卷积核C∈ℝT×S×h×w 进行卷积计算后可得T 通道输

出特征图Y∈ ℝT×H†×W†,即

Y =X*C (3)
式中:* 表示卷积计算。另外,H†×W† 表示输出特

征图尺寸,其与输入特征图尺寸的关系一般为

W† = W +2p-(w-1)-1  /s  +1
H† = H+2p-(h-1)-1  /s  +1 (4)

图1 卷积的im2col算法

Fig.1Theim2colalgorithmofconvolution

其中p表示输入特征图四周补0宽度,s为卷积扫描

步长。
卷积运算在实际中一般转换为矩阵乘法完成,

具体是将每个特征图按照对应卷积核扫描位置展

开,再将展开后的特征图与卷积核均重构为矩阵,两
个矩阵相乘所得结果即为输出特征图的矩阵排列形

式,该过程即所谓im2col算法[23],如图1所示。卷

积转变为矩阵乘法之后,即可使用各类张量分解权
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重与输入之间的计算方法,如 TT序列化缩并[6]、

KCP多路计算[21]、HT中序遍历[24]等。相比之下,

文献[21]研究了KCP分解在神经网络压缩方面的

潜力,发现其在理论上可同时减少神经网络的参数

量和计算量,但其对应的计算方法在实践中并未实

现高效性,故本文进一步挖掘KCP分解压缩卷积核

的潜力和实际加速能力。

1.3 卷积核的KCP分层矩阵压缩与推理

卷积计算按照图1所示im2col转换为矩阵乘法

后,参照文献[21]给出的输入特征数据与KCP因子

之间的可并行算法,如图2所示。具体地,令输入特

征图按照图1的im2col算法重构为X∈ ℝH†W†×Shw,

在2阶分解S=S1S2 和T=T1T2 约束下,令卷积核

C重构为C†,即

ρ:ℝT×S×h×w → ℝShw×T → ℝ(S1·S2hw)×(T1·T2)

C† =ρC   (5)

  对C† 作2阶KCP分解可得K 组因子F(Ak)1 ∈

ℝS1×R(A)k ,F(Bk)1 ∈ ℝT1×R(B)k ,F(Ak)2 ∈ ℝS2hw×R(A)k 和

F(Bk)2 ∈ℝT2×R(B)k ,再令输入X的模Shw 拆开为S1×
S2hw 并依次与各因子张量按照图2缩并(图中红色

为待缩并模)求和即可得到结果Y。该算法的结果被

证明等 价 于 输 入 和 KCP 恢 复 的 矩 阵 相 乘 的 结

果[21]。若设最大的Si 或Ti 为D,那么文献[21]算法

的时间复杂度为

O H†W†D2K hwR(A)+2hwR(A)R(B)+R(B)    
(6)

  然而,图2所示算法至少存在两方面的明显缺

陷:一是计算过程中同时存在K 路中间结果Xk,这

对实际应用中的内存消耗提出巨大挑战;二是图2
的过程意味着输入及其中间结果需经历多次张量转

置以便缩并,这为计算过程带来了无形的额外时间

消耗。为了解决这些问题,在此提出一种避免多路

中间结果和频繁张量转置的卷积核KCP分层矩阵

压缩形式,并给出该形式的因子与输入特征图的计

算方法。

图2 KCP卷积核与输入特征图的分路计算[21]

Fig.2ComputationinseparatewaysbetweentheconvolutionalkernelinKCPandtheinputfeaturemaps[21]

  根据文献[21]的公式,图2的计算过程可表示为

Xk = X†·F(Ak)1  􀱋F(Bk)1  · F(Ak)2    · F(Bk)2  T

Y† =∑
k

Xk 
(7)

式中:X†∈ℝH†W†×S1×S2hw、Y†∈ℝH†W†×T1×T2 分别是

特征图矩阵X 和Y 张量化的结果,以便和作为因子

的模S1、S2、T1、T2 计算。观察式(7)输入输出可知,

计算的最终目标是将模S1×S2hw 转换为T1×T2。
因此,利用KCP分解松散可变的因子拓扑结构,灵

活考虑一种输入与所有因子之间合适的计算顺序来

达成同样的目标即可。以此为出发点,式(7)各个因

子张量实际可堆叠为分块矩阵如下

F(A)=

vecF(A1)1 · F(A1)2  T  

vecF(A2)1 · F(A2)2  T  
︙

vecF(AK)1 · F(AK)2  T  

􀭠

􀭡

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

􀭤

􀭥

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

T

∈ ℝShw×K

F(B)=

vecF(B1)1 · F(B1)2  T  

vecF(B2)1 · F(B2)2  T  
︙

vecF(BK)1 · F(BK)2  T  

􀭠

􀭡

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

􀭤

􀭥

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

∈ ℝK×T

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁
􀪁
􀪁
􀪁

(8)

式中:S=S1S2;T =T1T2。于是,矩阵化的输入特

征图X∈ ℝH†W†×Shw 通过简单的分层矩阵运算即可

得到矩阵化的输出特征图Y∈ ℝH†W†×T,即
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Y = X·F(A)  ·F(B) (9)
式(9)即是将KCP因子重新组合为多层矩阵连乘的

形式,本文称之为KCPStack方法,如图3所示。

图3 卷积KCPStack方法分层矩阵示意

Fig.3SchematicKCPStackmethodwithlayeredmatrices
forconvolutionalkernels

在考虑预先缩并消去CP秩的前提下,式(9)的

KCPStack推理时间复杂度即为

O H†W†D2K hw+1    (10)

  显然,式(10)所示时间复杂度低于文献[21]的
式(6),况且式(9)不涉及张量转置运算,实际计算效

率节省会更显著。即使将可预处理的F(A)与F(B)构

建计算也考虑在内,时间复杂度也仅为

O H†W†D2K hw+1  +D2K R(A)hw+R(B)    
(11)

  式(11)一方面将特征图尺寸 H†W† 与CP秩分

隔开,另一方面取消了R(A)R(B)的CP秩乘积项,故
与式(6)相比仍明显优化。需要强调的是,文献[22]
指出KCP分解还可重写为一种单路的因子稀疏化

CP从而将式(2)的因子组织为

Fi = F(A1)i 􀱋F(B1)i … F(AK)i 􀱋F(BK)i  
(12)

  与式(8)相比,式(12)保留了CP秩使得计算十

分复杂,且合并的因子矩阵中的内容由 Kronecker
积衔接,导致其空间复杂度明显高于式(8)。文献

[21]亦证明了式(12)在计算和存储两方面都不

占优。
本小 节 最 后 给 出 如 下 定 理 证 明 式 (9)的

KCPStack计算方式的正确性。
定理1 矩阵化输入特征图X∈ ℝH†W†×Shw 重构为

张量X†∈ ℝH†W†×S1×S2hw 后,以式(7)的方式进行计

算,得到Y†∈ℝH†W†×T1×T2 再重构为矩阵化输出特征

图Y∈ ℝH†W†×T。X∈ ℝH†W†×Shw 还可按照式(8)与

(9)计算得到同样的输出Y∈ ℝH†W†×T。

证明 ∑
k

X†·

F(Ak)1  􀱋F(Bk)1  · F(Ak)2    ·
F(Bk)2  T =Re X·F(A)  ·F(B)  (13)

式中:Re(·):ℝH†W†×T → ℝH†W†×T1×T2。上式拟在张

量元素层面证明其成立,设各个模对应的元素坐标

为p∈ 1,H†W†  ,s1∈[1,S1],s2∈[1,S2hw],t1
∈ [1,T1],t2 ∈ [1,T2],γk ∈ 1,R(A)

k  ,τk ∈
1,R(B)

k  。
式(13)左侧在元素层面可写为

Y† p,t1,t2  =

∑
K

k=1
∑
R(B)k

τk=1
∑
S2hw

s2=1
∑
R(A)k

γk=1
∑
S1

s1=1
X† p,s1,s2   F(Ak)1 s1,γk     

F(Bk)1 t1,τk   F(Ak)2 s2,γk   F(Bk)2 t2,τk  =

∑
K

k=1
∑
R(B)k

τk=1
∑
S2hw

s2=1
∑
R(A)k

γk=1
∑
S1

s1=1
X† p,s1,s2  F(Ak)1 s1,γk  ·

F(Bk)1 t1,τk  F(Ak)2 s2,γk  F(Bk)2 t2,τk  

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁
􀪁
􀪁􀪁
􀪁
􀪁
􀪁
􀪁
􀪁􀪁

(14)
  式(13)右侧中,所有CP秩R(A)

k 和R(B)
k 均已在

式(8)缩并,于是可得

Y† p,t1,t2  =

Re∑
K

k=1
∑
Shw

s1s2=1
X p,s1s2  F(A)s1s2,k     F(B)k,t1t2   

(15)
式中:s1s2 与t1t2 指多维坐标[25],表示两个模拉伸为

一个模后的坐标,即s1s2=s1S2hw+s2和t1t2=t1T2

+t2。根据式(8)的定义,可得

F(A)s1s2,k  =∑
R(A)k

γk=1
F(Ak)1 s1,γk  F(Ak)2 s2,γk  

F(B)k,t1t2  =∑
R(B)k

τk=1
F(Bk)1 t1,τk  F(Bk)2 t2,τk  

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁
􀪁
􀪁􀪁

(16)
式(16)实际上拆开了Shw =S1·S2hw 和T =T1·

T2,故可取消映射Re(·)的变换,∑
Shw

s1s2=1

亦可拆分为

∑
S1

s1=1
∑
S2hw

s2=1

。再考虑到X p,s1s2  =X† p,s1,s2  ,将式

(16)代入式(15)可得

Y† p,t1,t2  =

∑
K

k=1
∑
S1

s1=1
∑
S2hw

s2=1
X† p,s1,s2  ∑

R(A)k

γk=1
F(Ak)1 s1,γk   

F(Ak)2 s2,γk   ∑
R(B)k

τk=1
F(Bk)1 t1,τk  F(Bk)2 t2,τk  =

∑
K

k=1
∑
S1

s1=1
∑
S2hw

s2=1
∑
R(A)k

γk=1
∑
R(B)k

τk=1
X† p,s1,s2  F(Ak)1 s1,γk  ·

F(Bk)1 t1,τk  F(Ak)2 s2,γk  F(Bk)2 t2,τk  

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁
􀪁
􀪁
􀪁􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁􀪁

(17)
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  将式(17)与式(14)对比可知式(13)成立,证毕。

1.4 分层矩阵与双层轻量卷积结构

KCPStack的分层矩阵形式主要源于卷积计算

的im2col矩阵转化,即式(5)的ρ :ℝT×S×h×w →
ℝShw×T。观察式(8),将映射ρ(·)中的T 换为K,则
F(A)∈ ℝShw×K,经ρ(·)的逆变换可化为F(A) ∈
ℝK×S×h×w,即得到一个输入S通道、输出K 通道的h
×w卷积核。类似地,F(B)∈ℝK×T 可得输入K 通道、
输出T 通道的1×1卷积核F(B)∈ ℝT×K×1×1。因此,
式(9)的KCPStack分层矩阵形式实际上可解释为

双层轻量卷积架构,即

Y = X*F(A)  *F(B) (18)

  需强调,式(18)与式(19)是等价的,计算机底层运

算时一般仍需要按im2col或类似的方式将特征图展开

再执行[23],故式(18)更多的是在概念上解释KCPStack
的本质,同样也方便利用现有成熟卷积编程模块来实

现。图4详细描绘了式(3)普通卷积、式(9)分层矩阵和

式(18)双层卷积之间的关系,注意F(B)中的每个1×1
卷积核并非直接由对应第k个vecF(Ak)1 · F(Ak)2  T  组

成,而是与之呈互相垂直的方向。

图4 普通卷积与KCPStack双层卷积的变化关系

Fig.4ThechangesintherelationshipbetweencommonconvolutionandKCPStackwithtwo-layerconvolutions

2 KCPStack方法的压缩效果

本节首先以单个卷积核压缩为仿真对象,分析

并验证KCPStack方法,并对比其与TT[9]、BT[10]、

TR[11]、HT[12]以及普通KCP方法[21]的压缩效果;然
后在CIFAR-10与ImageNet标准数据集上综合考察

KCPStack方法对CNN的压缩效果,并与SVD[15]、

Tucker[16]、BT[17]、CP[18]、克鲁斯卡尔(Kruskal)[19]和

KCPNet[20]等现有典型轻量化CNN方法进行对比。

2.1 卷积核压缩与加速

首先考虑KCPStack方法对单个卷积核的压缩

与加速效果评估,并与其他类型张量分解进行对比。
参考工程上常用的大参数量卷积核,设h=3,w=3,

C=256,S=512,通过im2col算法将其转换为待行

2阶张量分解的矩阵C†∈ℝ(S1·S2hw)×(T1·T2),其中,可
设S1 =16,S2 =16,T1 =16,T2 =32。注意,KCP

分解按照2阶进行,根据式(2)可知,每个k将产生4
个因子,但TT等其他张量分解在2阶情况下大多只

有2个因子,为公平对比起见,令其他方法按照S1×
S2hw×T1×T2进行4阶张量分解。在具体推理算法

方面,TT分解与输入之间考虑文献[7]的序列化缩并

算法;BT分解参照文献[10]取BT秩B=2,采用先

缩并因子矩阵后缩并高阶核张量的算法;TR分解使

用文献[11]类似于TT的序列化缩并;HT分解采用

文献[24]的中序遍历缩并算法;KCP分解分别使用

图2 的 KCP-RNN 分 路 计 算[21] 以 及 本 文 所 提

KCPStack分层矩阵计算方式(将构建F(A)与F(B)的

计算也考虑在内),且根据文献[21]取KT秩K =4。
最后,令不同张量分解的秩(除代表多路求和关系的

BT秩和KT秩)皆从2变化至20以观察压缩后因子

权重的参数量和正向推理的计算量,仿真结果如图5
所示,其中图5(a)中所绘KCP-RNN与KCPStack算
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法使用了同一条曲线,这是因为它们都基于KCP分

解,随秩的变化产生的参数量变化完全一致。

(a)参数量

(a)计算量

图5 不同张量分解压缩参数量与推理计算量对比

Fig.5Thecomparisonofcompressionparametersandinference
computationsamongdifferenttensordecompositions

图5显示,除HT分解的参数量在秩较低时表

现出了足够的优势之外,KCP分解(包括KCPStack
与KCP-RNN)的参数量随秩的增长呈线性变化,而
其他张量分解方法的参数量都表现出一定的指数增

长趋势,原因在于KCP分解的因子皆为秩一次幂复

杂度的矩阵,且能够消解 Tucker分解无法处理的

高阶核张量。在时间复杂度方面,虽然文献[21]认
为KCP-RNN算法在面向矩阵压缩时能够获得相

对最低的计算量,但在压缩卷积核时无法避免式

(6)中hw 与R(A)R(B)高度耦合的情况,故其计算量

增长反而最为明显。相比之下,本文所提KCPStack
算法即使在包含构建F(A)与F(B)计算量的前提下仍

有明显优势,若在实际CNN的推理中预先定义F(A)

与F(B),则推理计算将与CP秩无关从而更为显著

地节省计算量。值得再次强调的是,图5显示所提

KCPStack方法与文献[21]的KCP-RNN具有相同

的压缩参数量,这是因为二者采用同样的KCP张量

分解数据结构;与此对应,本文KCPStack方法在推

理计算量方面相比KCP-RNN有着明显改观。

2.2 CNN综合压缩效果

为了从CNN整体角度更为综合地评判KCPStack
相对其他张量分解方法的优势,构建VGG-14模型,
并分别使用现有效果较好的张量映射方法:SVD[15]、

Tucker/TT[16](Tucker分解映射为3层卷积瓶颈结

构的因子张量等价于3阶TT分解)、BT[17]、CP[18]、

Kruskal[19]、KCPNet[20]以及KCPStack方法对其进

行压缩。此处 VGG-14指将通用 VGG-16模型的

多层全连接分类器替换为全局平均池化分类器,如
此避免对全连接层的压缩。此外,第一层卷积核因

输入通道数过低同样不考虑压缩。为公平对比,通过

调整各个方法的秩使得压缩后的模型参数量大体相

当;其中,秩的取法主要参考各个方法所引用的文献,
本文的KCPStack方法则在确保降低计算量的前提下

尽量使因子矩阵F(Ak)1 、F(Bk)1 、F(Ak)2 和F(Bk)2 保持均衡

性,也就是令不同k值下的CP秩R(A)
k 与R(B)

k 相等,同
时令CP秩与KT秩K也尽量相等,且K不可过低,以
使式(18)的双层轻量卷积保持一定的宽度。

另外,针对文献[6]指出张量映射使CNN模型加

深导致训练难度增大的问题,考虑仿照文献[15-20],
在KCPStack引入残差连接,将式(18)改为

Y =f g X*F(A)  *F(B)  +lX  (19)
式中:f(·)为本层原有激活函数;g(·)为张量映射

新添加的线性或非线性激活函数;l(·)是线性映射

ℝS×H×W → ℝT×H†×W†,若本层卷积输出特征图尺寸和

通道数不变,该线性映射相当于直接将X 与Y 相加。
图6描绘了式(19)带残差连接的KCPStack结构。

图6 带残差连接的KCPStack结构

Fig.6ArchitectureofKCPStackwithresidualconnection
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  KCPStack的卷积核分解详细参数如表1所

示,特 征 图 边 长 根 据 待 使 用 的 CIFAR-10 和

ImageNet标准图像分类数据集的样本尺寸区别而

有所不同。CP秩记为R,相关描述方式遵循文献

[20]。具体地,(w×h,T,z)指卷积窗口尺寸为w
×h,输出通道为T,卷积扫描步长为z(z=1则忽

略);多个卷积的组合模块之后的乘数y表示该模

块重复堆叠y次;池化参数将(w×h,T,z)之中的

输出通道T 替换为缩写 MP(最大池化)或AP(平
均池化),其余意义相同;全连接(M ×N)表示其

权重矩阵尺寸;→表示特征图边长在此层内发生

数值变化。

表1 KCPStack压缩的VGG-14网络结构

Table1NetworkarchitectureofVGG-14compressedbyKCPStack

特征图边长 网络模块参数

CIFAR-10数据集 ImageNet数据集 CIFAR-10数据集 ImageNet数据集

32 224→122 3×3,64 7×7,64,2
32 122→56 3×3,MP,2
32 56 3×3,64;K=R=12

32→16 56→28 3×3,MP,2
16 28 (3×3,128)×2;K=R=16
16→8 28→14 3×3,MP,2
8 14 (3×3,256)×3;K=R=24
8→4 14→7 3×3,MP,2
4 7 (3×3,512)×3;K=R=36
4→2 7→4 3×3,MP,2
2 4 (3×3,512)×3;K=R=44
1 1 2×2,AP 4×4,AP

512×10 512×1000

  分别将VGG-14及其各种张量分解压缩的轻量

化模型在CIFAR-10和ImageNet这两个标准图像分

类数据集上进行测试,结果如表2、3所示。由表2、3
可知,除无残差连接且存在宽度收紧瓶颈的SVD压

缩模型之外,其余张量分解方法压缩 VGG模型的

图像分类识别准确率并无明显差异,与基线模型相

比的精度损失在1%左右;在不同方法参数量基本

相当的情况下,本文所提 KCPStack方法的推理计

算量除SVD外是最低的,在CIFAR-10和ImageNet

上相对基线模型分别减少85.0%和82.2%的参数

量,分别减少79.8%和79.5%的计算量;若与SVD
一样不考虑残差连接,则 KCPStack方法的计算量

在CIFAR-10和ImageNet上将分别降至38.0×
106 和159.8×106。KCPStack计算量低的原因在

于,和其他张量映射方法相比,式(19)的卷积核

F(A)与F(B)来自式(8)的F(A)与F(B),后者实际上由

KCP因子矩阵构成,参数量基于KCP因子矩阵而非

F(A)与F(B),这使KT秩K 拥有足够 的余地来维持

表2 不同张量分解方法压缩VGG模型在CIFAR-10数据集上的效果对比

Table2TheeffectcomparisonofcompressingVGGmodelsonCIFAR-10datasetindifferenttensordecomposedmethods

性能指标 基线模型 SVD[15] Tucker[16] BT[17] CP[18] Kruskal[19] KCPNet[20] KCPStack

准确率/% 93.3±0.05 90.1±0.12 92.7±0.03 93.3±0.0192.9±0.06 92.9±0.04 93.0±0.01 92.6±0.02

参数量/106 14.7 2.2 2.2 2.2 2.2 2.2 2.2 2.2

计算量/106 313.2 51.9 78.3 85.0 83.8 83.4 76.6 63.2

表3 不同张量分解方法压缩VGG模型在ImageNet数据集上的效果对比

Table3TheeffectcomparisonofcompressingVGGmodelsonImageNetdatasetindifferenttensordecomposedmethods

性能指标 基线模型 SVD[15] Tucker[16] BT[17] CP[18] Kruskal[19] KCPNet[20] KCPStack

准确率/% 68.9±0.02 65.5±0.02 68.0±0.01 68.3±0.0167.7±0.03 67.4±0.04 67.8±0.03 67.5±0.03

参数量/106 15.2 2.7 2.7 2.7 2.7 2.7 2.7 2.7

计算量/106 1,232.5 217.6 311.4 337.3 333.0 331.8 298.5 252.6
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网络宽度;同时,计算量却是根据式(10)以预先缩并

所有CP秩的形式统计,即CP秩不影响KCPStack
双层轻量卷积的实际推理效率。简言之,在与其他

压缩方法参数量相当的前提下,KCPStack的 KT
秩K 确保了足够的神经网络宽度以维持表达能力,
同时屏蔽了CP秩对推理计算的负担,这是本文所

提算法最显著的特点和优势。

3 KCPStack方法轻量化目标检测识别

本节结合实际场景的具体需求,将 KCPStack
用于已有的YOLOv5模型中并在嵌入式设备上部

署,实现复杂环境下对特定类别目标的高效检测

识别。

3.1 YOLOv5模型的KCPStack压缩方案

YOLOv5作为较新的单阶段目标检测模型在

很多领域得到了应用,本文涉及的实际场景具有对

人、车等典型目标的检测识别需求,前期也已在实际

场景光电模块中搭载了以国产瑞芯微 RK3588的

NPU为部署核心的YOLOv5s(YOLOv5系列较轻

的变体)目标检测识别模块。然而,在NPU上直接

运行未压缩的 YOLOv5s时,目标检测识别的处理

帧率难以超过25帧/s,不能完全满足实际场景的实

时性指标需要。另外,RK3588对裁剪的支持尚属

试用阶段,压缩比和稀疏化程度不够。

为了解决该问题,将 YOLOv5s中的部分卷积

模块以KCPStack方法分解,如图7所示。需强调,
并非所有的卷积模块都需要进行压缩,因为文献[1-
2]指出,部分特殊位置的卷积核对模型精度影响较

大,如整个CNN输入侧的一两层卷积与输出侧的

卷积,一般不宜压缩。另外,1×1卷积作为单纯处

理特征图通道变换的特殊模块,如何对其进行压缩

仍是需要慎重考虑的开放性问题[1-2]。因此,本文只

考虑对YOLOv5骨干网络的大部分3×3卷积使用

KCPStack方法进行压缩,即图7中的KCPStack模

块,注意原始C3模块中的1×1与3×3卷积瓶颈可

直接替换为 KCPStack的双层轻量卷积结构,即原

有的普通1×1与3×3卷积堆叠替换为式(8)定义

的由分解因子张量构成的3×3与1×1两层轻量卷

积堆叠,C3模块相应地更名为KC3模块。
为更好对比 KCPStack的性能,与常用的可分

离卷积[26]进行对比。可分离卷积与普通卷积通道

数相同,但其每个特征图只对应一个卷积扫描窗口,
不存在通道之间的交互,故相比普通卷积具有更少

的参数量和计算量,常被看作普通卷积的一种轻量

化替代。KT秩K 的取法考虑为原3×3卷积宽度

的一半以保证足够的网络宽度,所有因子的CP秩

取4、6或8以使参数量小于对应的可分离卷积参

数量。

图7 YOLOv5的KCPStack压缩方案

Fig.7ThecompressionschemewithKCPStackforYOLOv5

3.2 KCPStack方法用于目标检测的效果

记可分离卷积的YOLOv5s模型为DW-YOLOv5s、
KCPStack的YOLOv5s模型为 KS-YOLOv5s。基

线YOLOv5s、DW-YOLOv5s和KS-YOLOv5s都先

用COCO大规模公开数据集预训练,然后使用图8
所示的复杂环境目标检测专用数据集进行微调训

练。从图8中可知,专用数据集存在大量远小目标,
部分具有与背景相似涂装的目标增大了检测难度。
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图8 复杂环境目标检测识别专用数据集样本

Fig.8Samplesinthespecialdatasetofobjectdetection
andrecognitionforcomplexenvironment

不同目标检测模型在RK3588的NPU上部署并

连续处理COCO标准数据集和专用数据集测试图像

的综合效果如表4所示。由表4可见,YOLOv5s、

DW-YOLOv5s和 KS-YOLOv5s在 COCO标准数

据集上的目标检测识别平均精度逐渐下降,但控制

在1%以内,在专用数据集上的精度损失则收缩至

0.5%以内;作为基线模型的常规YOLOv5s具有最

高的参数量和内存占用,图像处理速度也最慢;使用

可分离卷积压缩的DW-YOLOv5s较好地改善了普通

YOLOv5s的时空复杂度,带来了内存使用和推理效

率的提升;而KS-YOLOv5s的参数量为最低,内存占用

也最小;更重要的是,KS-YOLOv5s的连续图像处理帧

率略超过35帧/s,明显优于DW-YOLOv5s,表明所提

方法至少在该任务中比目前常用的可分离卷积具有

更佳的时空轻量化能力,更好地满足了实际场景目标

检测识别的实时性要求。KS-YOLOv5s对远小目标

检测效果的可视化展示图9所示,由图可见,KS-
YOLOv5s能够对隐蔽、杂物遮挡、远距离及低能见度

条件下的各类目标实现很好的检测识别效果,且识别

置信度大多高于80%。

表4 YOLOv5s及其轻量化模型在RK3588上的COCO数据集和专用数据集目标检测识别对比结果

Table4ThecomparisonofobjectdetectionandrecognitionresultsbetweenYOLOv5sandlightweightmodelsonRK3588for
COCOdatasetandthespecialdataset

模型
COCO数据集

平均精度/%

专用数据集

平均精度/%

参数量/

106
内存/

MB

单帧平均用时/

ms

处理帧率/

(帧·s-1)

YOLOv5s 56.8±0.01 95.9±0.02 211.9 40.8 41 >24

DW-YOLOv5s 56.2±0.01 95.6±0.03 176.7 34.5 32 >31

KS-YOLOv5s 55.8±0.02 95.4±0.02 164.3 33.1 28 >35

(a)识别人的置信度分别为82.07%和80.29%

 
(b)识别目标1和目标2的置信度分别为66.86%和81.53%

(c)识别目标1和目标2(4个)的置信度分别为80.01%和

80.29%、83.66%、81.63%、62.95%

 
(d)识别目标1的置信度为89.35%

图9 KS-YOLOv5s在专用数据集上的目标检测识别效果

Fig.9TheeffectofobjectdetectionandrecognitionwithKS-YOLOv5sonthespecialdataset
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  综合而言:针对实际的特定场景目标检测任务,

KCPStack方法构建的 KS-YOLOv5s模型与常规

YOLOv5s模型相比,仅牺牲0.5%左右平均精度,
却换来约10帧/s的处理速度提升;KS-YOLOv5s
模型与可分离卷积压缩的DW-YOLOv5s相比,以

0.2%左右的精度差实现了超过35帧/s的图像处

理帧率;所提 KS-YOLOv5s既保持了对人、车等典

型目标的识别精度,又更好地满足了图像处理实时

性的要求。
但需要强调的是,YOLOv5s的轻量化并不像

表2、3的VGG那样可以显著节省模型参数。原因

在于,未 压 缩 的 1×1 卷 积 核 实 际 上 贡 献 了

YOLOv5s基线模型的绝大部分参数量,而VGG模

型中并未使用大量的1×1卷积,该现象在文献[20]
也有提及。然而,如前所述,压缩1×1卷积仍然是

有挑战性的问题[1-2]。根据作者对国内外研究现状

调研所知,目前很少有工作考虑研究压缩1×1卷积

对整个CNN产生的影响,因此,出于面向实际应用

的谨慎态度,本文暂不考虑对1×1卷积进行压缩。

4 结 论

本文针对卷积核轻量化引入KCP张量分解,提
出同时具有压缩与加速能力的KCPStack卷积核分

层矩阵压缩方法,并理论证明其加速算法的成立性。
实验表明,所提方法随着秩的增长能够保持高效的参

数量与计算量节省能力;面向CIFAR-10和ImageNet
标准数据集压缩 VGG模型分别可减少85.0%和

82.2%的参数量,减少79.8%和79.5%的计算量;
在RK3588上能够令YOLOv5s的目标检测识别推

理帧率超过35帧/s,面向COCO标准数据集和实

际场景专用数据集时分别保持了55.8%和95.4%
的平均精度,且对实际的特定场景下的隐蔽、遮挡、
低能见度等远小目标实现了较好的检测识别效果。

KCPStack方法展现了 KCP张量分解灵活的

拓扑结构变化特点及其轻量化神经网络模型推理计

算效率优化的能力,如何将这些优势拓展至1×1卷

积、Transformer自注意力等模块,是值得进一步研

究的方向。
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