
第 60 卷 第 1 1 期
202 6 年 1 1 月

西 安 交 通 大 学 学 报

JOURNAL OF XI’AN JIAOTONG UNIVERSITY
Vol.60 No.1 1
Nov.202 6

.

*

航空发动机调制信号的坐标注意力
时频特征增强方法
张晗 1，2，李丹 1，杜朝辉3，马猛4

（1.长安大学机械工程与智能装备学院，710064，西安；2.长安大学道路施工技术与装备教育部重点实验室，

710064，西安；3.西北工业大学航海学院，710072，西安；4.西安交通大学机械工程学院，710049，西安）

摘要：针对航空发动机行星齿轮调制信号在噪声背景下存在时频脊线模糊、弱调制特征易淹没的

问题，提出了一种基于坐标注意力机制的轻量化时频特征增强网络模型（TF_CoordAtt）。以短时

傅里叶变换（STFT）时频图为输入，构建时频去噪-坐标注意力增强两阶段网络结构，利用深度可分

离卷积与双尺度空洞卷积提取多尺度时频特征，并结合坐标注意力机制分别沿时间轴与频率轴编

码方向位置信息，实现对调制脊线及故障敏感区域的自适应增强。为保持增强后时频结构连续性，
设计基于时间-频率方向一阶梯度约束的结构保持损失函数，减弱了脊线断裂与局部模糊现象。调

幅调频仿真实验结果表明：TF_CoordAtt 网络在低参数量条件下，峰值信噪比达到 1 9.87 dB，且能

够获得连续清晰的时频脊线；与 ResNet-6 网络相比，模型参数量由 1 1.6 万减少至 2.6 万，体现出

较好的轻量化与训练效率优势。航空发动机齿轮毂试验结果进一步验证了该方法对啮合频率及故

障调制边频结构的有效增强能力。
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Abstract：To address the problems that under noisy conditions，time-frequency ridges are blurred
and weak modulation features are easily submerged in noise when modulated signals of aero-engine
planetary gears are processed，a lightweight time-frequency feature enhancement network based on
coordinate attention，termed TF_CoordAtt，is proposed.The proposed method takes short-time
Fourier transform （STFT）time-frequency representations as input and constructs a two-stage
framework consisting of time-frequency denoising and coordinate-attention-based enhancement.
Depthwise separable convolutions and dual-scale dilated convolutions are employed to extract
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multi-scale time-frequency features，while the coordinate attention mechanism encodes directional
positional information along both temporal and frequency axes to adaptively enhance modulation
ridges and fault-sensitive regions.To maintain the continuity of the enhanced time-frequency
structure，a structure-preserving loss function based on the first-order gradient constraint along
the temporal and frequency directions is designed，effectively alleviating ridge discontinuities and local
blurring artifacts during enhancement.Experimental results on amplitude-and frequency-modulated
simulated signals demonstrate that TF_CoordAtt achieves a peak signal-to-noise ratio of 1 9.87 dB
with a lightweight architecture while producing clearer and more continuous time-frequency ridges.
Compared with the ResNet-6 network，the proposed method reduces the number of model parameters
from 116 000 to 26 000，exhibiting notable advantages in lightweight design and training efficiency.
The experimental results on an aero-engine gear hub further validate the effectiveness of the
proposed method in enhancing the meshing frequency and the fault modulation sideband structure.
Keywords：aero-engine planetary gear；modulated signal；time-frequency feature enhancement；

coordinate attention

  航空发动机作为关键安全部件，长期在极端工
况下运行，失效风险显著增加。由于发动机维护费
用达到了总维护支出的 3 5%～40%，因此开展发动
机预测性维护对于保障飞机运行安全与提升经济性

具有重要意义[1]。然而，在某型号发动机减速器行
星齿轮传动系统中，齿轮毂裂纹故障激发的周期性
脉冲力与振动时变传递路径共同作用，使得啮合振
动呈现多源耦合的幅度-频率调制特性，进而在频域
中形成复杂的边带结构。发动机动态工况下噪声背
景强，通常掩盖着故障调制特征，从而显著降低了减
速齿轮裂纹故障特征提取与诊断的精度[2]。

在非平稳的调幅调频特征表示和提取方面，时
频分析技术是最有效的手段之一。Sun 等[3]针对传

统模态分解难以抑制故障特征频带内噪声的问题，
提出差分时频模式分解（DTFMD）方法，通过引入
正常信号参考与凸优化策略，实现了敏感成分、参考
成分与噪声的有效分离。陈江涛等[4]针对强噪声条

件下故障特征难以提取的问题，提出了一种融合包
络与峭度的调和均值指标适应度函数的变分模态分

解（HMI-POA-VMD）参数优化方法，通过多指标融
合与智能优化显著提升了故障频率提取能力和抗噪

声性能。然而，经验模态分解及其改进方法计算复
杂、实时性受限；传统时频分析与模态分解方法在噪
声抑制、频带内成分分离及计算效率方面存在局限，
难以兼顾调幅调频特征的敏感性与工程实时性。

近年来，深度学习与时频分析的结合为特征提
取方法提供了数据驱动的新思路。已有研究从时频
表示建模、深度网络结构设计及特征融合等角度出
发，提出了多种基于时频特征的信号检测[5-9]，包括

融合物理可解释性的深度学习故障诊断方法研

究[10-1 1]。Nguyen 等[12]将连续小波变换（CWT）生
成的时频表征引入卷积神经网络（CNN）与三维卷
积神经网络（3D-CNN），实现了齿轮和机械故障的
高精度分类。U-Net 及其变体（如 TFA-Net[1 3]、

CTNet[14]、AMTFN[1 5]等）通过编码-解码结构，实
现了时频特征的端到端增强与重建；CNN 与生成对
抗网络（GAN）类模型（如 TFN[1 6]、WVD-Net[1 7]）将
时频分析视为图像处理问题，有效提升了去噪和特
征表达能力。为增强模型对关键时频结构的建模能
力，注意力机制逐渐被引入时频分析网络。相关研
究通过在多尺度或多通道特征上引入自注意力或通

道注意力，实现对不同时间与频率成分的自适应加
权，有效突出了故障敏感特征并抑制冗余噪声，提升
了时频特征的判别性与鲁棒性[18]。然而，这类方法
通常依赖较为复杂的网络结构。例如，邓飞跃等[1 9]

通过将尺度感知调制机制引入 Swin Transformer
网格，实现了轴承故障特征的多尺度建模，尽管其采
用了轻量化设计，但仍涉及多尺度特征建模与注意
力机制的协同设计，增加了网络结构设计的复杂性；

Peng 等[20]提出了面向齿轮箱故障诊断分类任务的

轻量化 Transformer 框架 YConvFormer，通过时频
联合输入、通道注意力动态加权以及轴向增强广播
注意力机制，提高了模型在噪声与变工况条件下的
鲁棒性。自注意力生成对抗网络通过非局部注意力
建模全局特征相关性，但计算复杂度较高。相比之
下，坐标注意力在保留通道注意力能力的同时，能将
位置信息沿时间与频率方向分别编码，以更低的计
算代价增强关键时频区域特征。对于高分辨率时频
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矩阵，坐标注意力无需对完整时频平面进行显式相
关性计算，更适用于兼顾时频分辨率、计算效率与工
程部署需求的时频分析任务。

航空发动机健康监测通常需要长期在线运行，
并受到机载计算资源、存储容量及实时处理能力的
限制。因此，本文在保证增强性能的前提下，通过深
度可分离卷积等结构降低参数量和计算量，使模型
更适用于嵌入式设备和实时监测场景。

针对航空发动机调制信号时频去噪中存在的特

征提取精度与模型轻量化难以兼顾的问题，本文设
计了一种融合坐标注意力机制的轻量化时频去噪网

络。该网络利用坐标注意力实现关键时频特征的自
适应增强，在保证去噪性能的同时降低了模型参数
量与计算开销。针对传统方法易破坏时频能量分布
与调制结构的问题，提出一种基于一阶梯度约束的
结构保持损失，通过约束时间与频率方向梯度一致
性，增强了故障敏感时频边缘与调制特征的保持
能力。

1 发动机行星齿轮振动信号模型

1.1 行星齿轮箱局部式故障模型

基于行星齿轮传动系统的振动机理，其振动信
号通常表现为幅值调制（AM）与频率调制（FM）共
存的非平稳信号特性[21]。假设局部故障发生在某
个齿轮的轮齿上，只考虑局部故障点啮合点时产生
的振动信号，暂时不考虑振动传递路径对信号的影
响，行星齿轮振动信号 x（t）可建模为如下调幅调频
（AM-FM）形式[22]

x（t）=∑
4

k= 1
A k（t）cos（2πf c，kt +φk（t））+n（t）

（1）
式中：Ak（t）为第 k 个分量的瞬时幅值函数；f c，k 为载
波频率；φk（t）为相位函数；n（t）为叠加的背景噪声。

A k（t）和φk（t）的计算式可分别写为
A k（t）=αk[1+m k cos（2πf mt）] （2）

φk（t）=βk sin（2πf mt +φ） （3）
式中：αk 为第 k 个载波分量的幅值调制系数；m k 为
幅值调制指数；f m 为局部故障齿轮的特征频调制频
率；βk 为相位调制指数；φ为频率调制初相位。

仅考虑式（1）～式（3）的基频，即保留齿轮啮合频
率及局部故障特征频率，振动信号模型可简化为
x（t）= [1- cos（2πf ro，mt）][1+αcos（2πf mt +φ）]·

cos[2πf ct +βsin（2πf mt +φ）+θ1] （4）
式中：右边第 1项[1-cos（2πf ro，mt）]表征故障齿轮随

旋转进入啮合区时产生的周期性幅值变化；右边第 2
项[1+αcos（2πfmt+φ）]表征局部故障引起的幅值调
制；θl 为载波初相位。若是太阳轮局部故障，f ro，m 为太
阳轮旋转调幅，fm 为太阳轮故障调制频率；若是行星
轮局部故障，f ro，m 为行星架旋转调幅频率，fm 为行星
轮局部故障的调制频率。

1.2 行星齿轮箱分布式故障模型

分布式故障会引起啮合刚度的低频周期性变

化，该变化将调制啮合振动的幅值和瞬时频率，此时
的载波频率为齿轮啮合频率或其倍频，调制频率为
故障齿轮的特征频率或其倍频[23]。因此，分布式故
障下的振动信号可描述为典型的 AM-FM 形式，数
学模型如下

x（t）= [1+A s cos（2πf s，mt +φs）+
A p cos（2πf p，mt +φp）+A r cos（2πf r，mt +φr）]·

cos[2πf ct +B r sin（2πf r，mt +φr）+θ] （5）
式中：f s，m、f p，m、f r，m 分别为太阳轮、行星轮和齿圈
的分布式故障特征频率；φs、φp、φr和θ为分布式故障
的初始相位；A s、A p、A r 和 B r 为分布式故障引起的
调幅调频强度。

综上所述，无论局部式故障还是分布式故障，行
星齿轮箱振动信号均呈现复杂的调幅调频特性，故
障特征深度耦合于调制信息中，使得调幅调频信号
分析成为故障诊断的关键。然而，噪声干扰导致时
频特征微弱模糊，严重制约着故障特征提取精度，亟
需高性能的时频特征增强技术。

2 基于坐标注意力的时频增强网络

2.1 网络模型总架构

本文提出了一种面向噪声非平稳振动信号时频

增强任务的轻量化深度网络结构，整体采用时频去
噪-坐标注意力时频特征重构的分阶段设计思想。
网络由时频去噪模块（Stage 1）和坐标注意力模块
（Stage 2）两部分构成，其中 Stage 1 主要用于抑制
背景噪声并提取初步时频特征，Stage 2 通过引入坐
标注意力机制对关键时频区域进行增强重构。

2.2 时频表示尺寸统一与数据预处理

采用短时傅里叶变换（STFT）对振动信号进行
时频分析，并将其作为网络输入特征。由于 STFT
在不同参数配置下生成的时频矩阵尺寸可能存在差

异，为保证网络输入的一致性，引入基于双线性插值
的尺寸统一模块。根据目标尺寸（理想时频标签维
度）与原始时频图尺寸的比例关系，分别计算时间轴
与频率轴方向的缩放因子；通过双线性插值方法对
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新的像素位置进行强度估计，在保持时频能量分布
与调制结构特征的前提下，实现时频表示的尺寸标
准化。经上述处理后，网络输入为 STFT 时频表示
的四维张量 X ∈ RB×1×H×W，其中B 为批大小，通道数
为 1，H、W 分别为时频图的高度和宽度。网络的整
体架构如图 1 所示。

图 1 TF_CoordAtt 时频去噪网络结构

Fig.1 TF_CoordAtt time-frequency denoising network structure

2.3 时频去噪模块

针对航空发动机减速器齿轮毂振动信号在时频

域中呈现出的背景噪声、局部冲击特征弱化以及频带
能量扩散等问题，在 Stage 1 模块设计了一种基于深
度可分离卷积与空洞卷积融合的去噪模块。输入以
STFT为时频特征的张量 X ∈ RB×1×H×W，经过深度可
分离卷积处理，采用 3×3 卷积核将第 q 个深度卷积
输出特征表示为

X qdw（i，j）=∑
2

m=0
∑
2

n=0
Kqdw（m，n）·

X q（i +m - 1，j +n - 1）+b qdw （6）
式中：（i，j）为输出特征图的索引位置；q ∈{1，2，…，
Q}为通道索引，本文取值为 1；Kqdw∈R3×3 为第q个通道
的深度卷积核；bqdw 为深度可分离卷积的偏置项。

时频去噪模块的目的在于显著降低参数量和计

算复杂度的同时，实现对局部时频纹理的初步建模。
随后，通过批归一化（BN）与 ReLU 激活函数得到激
活后的特征图 X act，稳定特征分布并增强非线性表
达能力。在此基础上，引入卷积核为 1 × 1 的点卷积
对通道维度进行线性重组，实现跨通道信息交互；采
用 1× 1 卷积核逐点卷积，对不同通道特征进行线性
组合，实现跨通道信息交互。将输入通道数Q映射到
输出通道数 Q′（Q′= 32），点卷积后第 q′个通道特
征的计算式为

X q′pw（i，j）=∑
Q

q= 1
K q′，qpw X qact（i，j）+b q′pw （7）

式中：Kq′，qpw ∈ R为连接第 q 个输入通道到第q′个输
出通道的权重；b q′pw 为点卷积的偏置项。

为了增强网络对不同尺度冲击模式的感知能

力，模块后续采用双分支空洞卷积结构，两条分支均
使用卷积核为 3×3 的空洞卷积，通过不同感受野，
对局部与相对全局时频模式并行建模如下

Y（i，j）=∑
2

m=0
∑
2

n=0
K（m，n）X（i +dm -d，

j +dn -d）+b d （8）
式中：Y 为输出特征图；b d 为空洞卷积的偏置项；有
效感受野为（2d+ 1）×（2d+ 1），膨胀率 d 分别设置
为 d = 1，2。其中，d = 1 分支用于提取局部细节纹
理，d = 2 分支用于扩大感受野并建模相对更大范
围内的时频上、下文信息。两支输出在通道维度拼
接，从而获得兼顾局部细节与多尺度上、下文的时频
特征表示。

最终，双分支特征在通道维度进行拼接（Concat），
得到兼顾局部细节与多尺度上、下文信息的时频特
征表示 X out = [Y 1，Y 2]。该模块在保持结构简洁的
前提下，有效抑制了随机噪声与背景干扰，可为后续
注意力建模提供高的信噪比输入。

2.4 坐标注意力时频特征重构模块

为进一步突出齿轮裂纹故障在时频图中的方向

相关性与能量聚集特征，在 Stage 2 模块中引入无
残差结构的坐标注意力机制[24]。该模块以 Stage 1
模块输出的去噪特征张量 X out ∈ RB×48×H×W 为输入，
分别沿时间轴和频率轴执行全局平均操作，获得两
个方向感知的一维嵌入特征，再分别沿时频图的高
度（H）方向和宽度（W）方向进行全局平均池化，
得到

X H = 1
W∑

W

i= 1
X out[：，：，：，i]∈ RB×48×H×1 （9）

XW = 1
H∑

H

j = 1
X out[：，：，j，：]∈ RB×48×1×W （10）

式中：X out[：，：，：，i]表示输入特征张量在宽度方向
第 i 个位置处的二维切片；X out[：，：，j，：]表示输入
特征张量在高度方向第 j 个位置处的二维切片。

对 X H 进行转置处理，得到

X TH = Permute（X H）∈ RB×48×H×1 （11）
式中：Permute（·）表示张量维度重排操作，用于调
整特征张量的排列顺序。

为实现时间与频率方向全局特征的联合建模，
将转置后的时间与频率方向特征在空间维度进行拼

接。通过特征拼接操作，可将两个方向的全局上、下

722



西 安 交 通 大 学 学 报 第 60 卷 

 zkxb.xj tu.edu.cn 

文信息整合到统一的特征表示中，为后续方向注意
力权重学习提供输入。拼接后的特征表达式为

X cat = Concat（X TH，XW）∈ RB×48×1×（H+W） （12）
式中：Concat（·）为特征拼接操作，用于在指定维度
上对多个特征张量进行连接。

通过卷积核为 1×1 卷积层将通道数从 48 压缩
到 1 2，从而降低计算负担；再通过 BN 与 ReLU 激
活，融合特征张量 Z 的表达式如下

Z =σ（BN（W reduce*X cat））∈ RB×1 2×1×（H+W）（13）
式中：σ（·）为 ReLU 激活函数；W reduce 为卷积核为

1×1 卷积层的权重；*表示 1×1 卷积运算。
将融合特征拆分为时间注意力分支与频率注意

力分支，表达式为

Z H = Z[：，：，：，：H]∈ RB×1 2×H×1 （14）

ZW = Z[：，：，：，H：H +W]∈ RB×1 2×1×W

（15）
式中：Z[：，：，：，H]表示从 Z 中沿最后一维截取
前高度方向特征部分；Z[：，：，；，W]表示从Z 中沿
最后一维截取后宽度方向特征部分；Z H 为频率方向
分支；ZW 为时间方向分支。

将 Z H 转置回原来的方向，得到

ZTH = Permute（Z H）∈ RB×1 2×H×1 （16）
对两个分支进行通道扩展与激活，得到

A H = Sigmoid（W H*ZTH）∈ RB×48×H×1 （17）

AW = Sigmoid（WW*ZW）∈ RB×48×1×W （18）
式中：A H、AW 分别为高度方向和宽度方向的注意力
权重；Sigmoid（·）为激活函数。

最终，将输入特征与两个方向注意力权重进行
逐元素相乘，实现对关键时频区域的自适应增强，得

到坐标注意力输出特征

X att-out = X out ⊗ A H ⊗ AW ∈ RB×48×H×W （19）
式中：⊗表示逐元素乘法。

该坐标注意力模块能够在几乎不引入额外计算

代价的前提下，显式编码时频方向信息。不仅如此，
这种双向注意力机制使得网络能够自适应地聚焦于

诊断最相关的时频模式，显著提升了模型对弱故障
特征的敏感性。

需要说明的是，本文去除了坐标注意力模块中
的残差连接，使网络更加依赖时间与频率方向的注
意力权重对有效特征进行增强，避免残余噪声通过
捷径路径直接传递。同时，该设计降低了模型复杂
度，更符合轻量化需求。为弥补无残差结构可能带
来的细节损失，在坐标注意力后增加特征精炼模块，
对加权特征进行进一步融合与补偿。此外，Stage 1
中的双尺度空洞卷积已完成多尺度上、下文与局部
细节编码，从整体上保证了特征表达的连续性与完
整性。

2.5 输出层

在完成去噪与注意力增强后，采用简洁的卷积
主干结构进一步融合时频特征。通过 3×3 卷积层
增强空间相关性，再利用 1×1 卷积层实现特征重构
与通道压缩，最终输出特征增强后的时频表示或用
于故障识别任务的判别特征。网络输出可表示为四
维张量 X̂ ∈ RB×1×H×W。整体网络在保证特征表达能
力的同时，具有参数量小、计算效率高、易于工程部
署等优势。

基于坐标注意力机制的轻量化时频特征增强网

络（TF_CoordAtt）模型各个模块的配置如表 1 所示。

表 1 TF_CoordAtt 网络模型不同模块的配置

Table 1 Configuration of various modules of TF_CoordAtt net

模块 类型 操作 通道 参数

Stage 1

深度可分离卷积 深度卷积（DW）+BN+ReLU 1→1 1 2
点卷积 点卷积（PW）+BN+ReLU 1→32 1 28

双尺度空洞
空洞卷积（Dilated） 32→24 6 984

Dilated 32→24 6 984
特征融合 Concat 48

Stage 2

坐标信息编码
均值池化（Mean） 48→48

卷积层（Conv）+BN+ReLU 48→12 6 1 2

注意力生成
高度方向 Conv+Sigmoid
宽度方向 Conv+Sigmoid

1 2→48
1 2→48

624
624

特征加权 逐元素相乘 48→48

输出
特征精炼 Conv+BN+ReLU 48→24 10 440
输出 Conv+Sigmoid 24→1 25
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  Stage 1 模块由深度可分离卷积与双分支空洞
卷积组成，用于初步去噪，有效抑制干扰成分并提取
纯净的特征表示。Stage 2 模块由坐标注意力组成，
用于方向感知特征重构，显著提升了模型对弱故障
特征的敏感性，最终生成增强后的时频特征表示。

3 损失函数配置

3.1 复合损失函数设计

为保证时频图整体重建精度与局部结构的一致

性，设计了一种主重建损失与时频结构保持损失相
结合的复合损失函数。总损失函数定义为

total =λmain main+λstruct struct （20）
式中：λmain = 1.0、λstruct = 0.3 分别为主重建损失和
结构保持损失的权重系数。

3.2 主重建损失

主重建损失采用均方误差形式，用于约束网络
输出时频图与参考干净时频图在整体能量分布上的

一致性，定义为

main = 1
N∑

N

i= 1
‖̂X i -X i‖2

2 （21）

式中：̂X、X 分别为网络预测时频图和参考目标时频
图；N 为样本数。

3.3 时频结构保持损失

为进一步约束时频图在时间轴与频率轴方向上

的局部变化特性，引入基于一阶差分梯度的结构保
持损失[25]，分别计算预测时频图和目标时频图在时
间与频率方向上的梯度

Δ

t̂X = X̂（：，：，：，j + 1）-X̂（：，：，：，j）Δ

f̂X = X̂（：，：，i + 1，：）-X̂（：，：，i，：）{
（22）

  定义结构损失为预测梯度与目标梯度之间的均
方误差之和，计算式如下

struct = MSE（

Δ

t̂X，

Δ

tX）+MSE（

Δ

f̂X，

Δ

fX）
（23）

式中：MSE（·）为均方差函数。该损失项能够有效
保持时频能量边缘与调制结构，避免过度平滑导致
的特征模糊。

4 试验设计与评价指标

4.1 试验平台与参数设置

调幅调频信号由两个 AM-FM 基频分量及其
二、三次谐波分量叠加构成，基频载波频率设置在

1.74 kHz 和 6.55 kHz 附近，调制频率统一设为

1 7.9 Hz，调制指数β=5.0，幅值调制系数α=0.8。

为模拟实际工况中参数波动，引入多尺度扰动机制：
载波频率分别按比例因子 0.90、0.95、 1.00、
1.05、1.10 调整，调制频率分别按 0.95、1.00、
1.05 扰动，仿真信号的幅值调制系数分别按 0.8、
1.0、1.2 变化，从而形成多工况样本组合。噪声方
面，在原始仿真信号中叠加高斯白噪声，设置信噪比
RSNR分别为-15、-12、-10、-8、-5、0、5 dB，
以覆盖强噪声至中低噪声环境。因此，样本总数为
5×3×3×7=31 5，分割 2 5 2 个样本为训练集，63 个
为验证集和测试集。所有信号的采样频率为
20 kHz，长度为4 000 点，并通过 STFT 获得时频表
示。采用双线性插值统一映射至 400×400 二维时
频矩阵作为网络输入，同时基于瞬时频率构造理想
时频分布作为参考目标时频图。

在模型训练阶段，所有试验（包括对比试验和消
融试验）均采用统一的训练策略与超参数配置。训
练数据来源于构建的 AM-FM 振动信号数据集，批
大小设置为 8，最大训练轮数为 1 00。优化过程中，
采用初始学习率为 1×10-4的梯度下降优化策略，
并固定随机种子为 42，以确保试验的可重复性。在
训练过程中，每 5 个轮次在验证集上对模型性能进
行一次评估，以监控网络收敛情况并防止过拟合。
模型训练与验证过程均在 GPU 设备上完成，数据
加载线程数设置为 4。
4.2 航空发动机仿真调幅调频信号

参照式（1）～式（3），设置仿真振动信号的关键
参数，包括各分量的振幅、载波频率、调制频率及调
制指数等，如表 2 所示。该振动信号的时域和频域
图如图 2、图 3 所示。

表 2 行星齿轮传动系统仿真信号参数

Table 2 Planetary gear transmission system simulation
signal parameters

参数 载波 1 载波 2 二次谐波 三次谐波

α 0.8 0.7 0.65 0.6

f c/Hz 6 548.5 1 73 6.3 3 472.6 5 208.9

f m/Hz 1 7.9 1 7.9 1 7.9 1 7.9

m 0.8 0.7 0.7 0.7

β 5.0 3.0 3.0 3.0

图 2 仿真振动信号时域波形（含噪声 R SNR=-5 dB）

Fig.2 Time-domain waveform of the simulated vibration
signal with noise （R SNR=-5 dB）
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图 3 仿真振动信号频域波形（含噪声 R SNR=-5 dB）

Fig.3 Frequency-domain waveform of the simulated vibration
signal with noise （RSNR=-5 dB）

4.3 评价指标

为全面评估所提方法在时频增强任务中的性

能，从误差幅值、信噪比、结构相似性以及能量集中
性等多个角度引入 5 种定量评价指标，包括均方误
差（MSE，记作 EMSE）、均方根误差（RMSE，记作
E RMSE）、峰值信噪比（PSNR，记作 S PSNR）、结构相似
性指数（SSIM，记作 S SSIM）以及 Rényi 熵。设网络预
测输出的时频图为 X̂，对应的参考（理想时频）时频
图为 X，二者尺寸均为 H ×W。
4.4 时频特征分析

图 4 展示了传统时频方法与本文 TF_CoordAtt
模型输出结果的对比。特别说明，下文时频图幅值均
为归一化结果。图 4（a）为含噪（RSNR=5 dB）振动信
号的短时傅里叶变换-同步压缩变换（STFT_SST）时
频表示。可以看出，经过 STFT 同步挤压之后，时频
脊线更加清晰，但由于背景噪声占比高，能量分布离
散，调制轨迹依旧呈现片段化。图 4（b）为基于稀疏
时频算法得到的时频图，其主要时频成分呈现出明显
的断裂与碎片化特征。图 4（c）为 S变换结果，调制结
构不够突出，能量集中性较差。图 4（d）为 STFT时频
表示，同时作为模型输入，其时频轮廓仍受到噪声干
扰。图 4（e）为基于 AM-FM信号模型构建的理想时
频矩阵（信号长度为 4 000 点），能够完整表征多载波调
制轨迹及其连续演化特性，并作为模型训练过程中的
监督标签，引导模型重建图 4（f）所示的输出时频图。

对比结果表明，传统时频分析方法在噪声条件
下对调制结构的表征能力存在明显不足。相比之
下，理想时频矩阵为模型提供了明确且物理一致的
结构约束，有助于引导网络在学习过程中逐步恢复
连续的调制轨迹与集中的能量分布。

（a）STFT_SST 时频矩阵 （b）稀疏时频矩阵

（c）S 变换时频矩阵 （d）STFT 时频矩阵（输入）

（e）理想时频矩阵（标签） （f）本文模型（输出）

图 4 传统时频方法和本文模型输出的仿真信号时频图对比

Fig.4 Comparison of time-frequency diagrams of output signals
obtained by conventional methods and the proposed model

4.5 消融试验

为全面验证本文所提时频去噪-坐标注意力时
频特征重构分阶段网络架构的有效性，设计了两组
消融试验分别评估时频去噪模块（Stage 1）和坐标
注意力（CA）模块（Stage 2）的独立贡献。在第 1 个
消融试验（CNN_CA）中，采用简单的 CNN（2 层卷
积）替代时频去噪模块来评估深度可分离卷积的有
效性。具体来说，试验中使用了两层普通卷积（无深
度可分离卷积和空洞卷积）来代替复杂的深度可分
离和多尺度结构，同时保留了 CA 模块。第 2 个消
融试验（No_CA）移除了 CA 模块，直接将去噪模块
与输出连接，构建了一个更加简化的模型。此试验
的目的是考察 CA 模块的作用。

图 5 给出了消融试验的时频输出图对比结果。

（a）No_CA （b）CNN_CA
图 5 No_CA 和 CNN_CA 消融试验模型输出时频图对比

Fig.5 Comparion of time-frequency diagrams of No_CA and
CNN_CA ablation experiment model outputs

可以看出，移除 CA 模块后，时频特征呈现过度
聚焦和严重片段化；当保留 CA 模块但将去噪模块
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简化为两层卷积时，虽然能够实现微弱时频特征的
提取并保持特征连续表达，但整体时频增强性能下
降。而用简单卷积操作代替双分支空洞卷积结构
后，模型对随机噪声与背景干扰的抑制能力显著减
弱。移除 CA 模块后，网络主要依赖局部卷积进行
特征重建，在均方误差损失驱动下易优先拟合高能
区域，忽略弱调制脊线，导致局部过度聚焦与脊线断
裂。CA 模块通过方向注意力增强全局时频结构连
续性。虽然 CNN_CA 消融试验保留了 CA 模块，但
因缺少深度可分离卷积与双尺度空洞卷积，对噪声
与背景干扰的抑制能力仍显不足。

4.6 轻量化算法对比试验

选取两种轻量化时频增强网络作为对比基线。
第 1 种是基于残差学习的残差网络（ResNet）模型，
采用浅层架构设计，仅包含 6 个残差块，中间通道数
设置为 32，通道流程为 1→32→1 6→1，参数量约为

1 1.6 万。该模型保留了残差连接的核心优势，但移
除了原始 ResNet-6 的深层结构和分类头，使其专注
于图像去噪任务。第 2 种是深度图像去噪卷积神经
网络（DnCNN）模型，网络深度为 1 4 层卷积层，采用

32 个特征通道，并结合批归一化和 ReLU 激活函数
构建。该 模 型 参 数 量 约 为 7.5 万，相 较 原 始

DnCNN-17（约 5 5.6 万参数）模型减少了 86.5%。
表 3 统计了 ResNet-6、DnCNN、时频自相似增强网
络（TFSSEN）[26]和 TF_CoordAtt 模型的参数量、大
小等性能指标。由表可知，TFSSEN 模型以一维时
域信号为输入，通过可训练时频卷积实现端到端重
建，引入惩罚矩阵增强关键脊线结构。与之不同，

TF_CoordAtt 模型以 STFT 时频图为输入，参数量
仅为 2.6 万，更适合已有时频图条件下的轻量化增
强任务。

表 3 不同算法的性能指标对比

Table 3 Comparison of performance metrics of different

algorithms

模型 参数量/10 4 模型大小/kB 训练时间/h

ResNet-6 1 1.6 486 1 5.41

DnCNN 7.5 3 10 9.90

TFSSEN 6.9 37 6 8.58

TF_CoordAtt 2.6 120 4.82

 注：加粗数据为最优数据。

图 6 所示为 ResNet-6 和 DnCNN 模型输出的
时频图。由图可见，两种方法均存在时频特征片段

化现象，连续频率分量被分割为离散结构，时频连贯
性较差。同时，对微弱幅值特征提取不足，低能量时
频成分易被抑制，仅保留较强幅值特征。

图 7 所示的结果表明，TFSSEN 模型能够恢复
主要时频脊线并抑制部分背景噪声，但在高噪声

AM-FM信号条件下，仍存在局部噪声残留和伪影
干扰。

（a）DnCNN （b）ResNet-6
图 6 DnCNN 和 ResNet-6 算法模型输出时频图对比

Fig.6 Comparison of time-frequency maps output by
DnCNN and ResNet-6 algorithm models

图 7 TFSSEN 算法模型输出时频图

Fig.7 Time-frequency maps output by TFSSEN algorithm

如表 4、表 5 所示，TF_CoordAtt 模型在重建质
量指标上并非全面最优，Rényi 熵、EMSE、E RMSE、

S PSNR和 S SSIM等结果仍存在一定提升空间，说明其像
素级重建精度弱于部分对比模型。但本文并非单纯
追求整体误差最小化，而是更加关注航空发动机

AM-FM调制信号时频结构的连续保持与弱故障特
征增强。相比传统重建类网络，TF_CoordAtt 模型
更注重时频脊线的连续演化及方向性特征建模，可
有效减少伪时频脊、局部能量扩散和脊线断裂现象，
从而提高故障调制轨迹的可辨识性。

此外，TF_CoordAtt 模型参数量仅为 2.6 万、
模型大小约 1 20 kB，均显著低于 ResNet-6、DnCNN
和 TFSSEN 模型，体现出明显的轻量化优势。综合
来看，该方法在较低参数规模与训练成本下，实现了

AM-FM时频脊线的有效增强，更适用于轻量化工
程部署场景。
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表 4 不同算法下的 Rényi 熵对比

Table 4 Comparison of Rényi entropy under different algorithms

模型 输入维度
Rényi 熵

α=0.5 α=1.0 α=2.0 α=3.0

DnCNN （400，400） 1 1.9 1 2 1 1.778 1 1.1 50 10.41 9

ResNet-6 （400，400） 1 1.958 1 1.9 1 6 1 1.7 1 6 1 1.294

TFSSEN （25 6，25 6） 9.347 8.475 8.090 7.954

TF_CoordAtt （400，400） 1 1.980 1 1.97 6 1 1.96 5 1 1.96 5

 注：加粗数据为最优数据。

  表 5 不同算法的重建质量指标

Table 5 Reconstruction quality metrics of different algorithms

模型 EMSE E RMSE S PSNR/dB S SSIM

DnCNN 0.002 794 0.052 86 25.54 0.26 7 20

ResNet-6 0.003 2 98 0.05 7 43 24.82 0.097 20

TFSSEN 0.01 9 440 0.1 3 9 43 1 7.1 1 0.726 38

TF_CoordAtt 0.010 2 9 3 0.101 45 1 9.87 0.01 8 30

 注：加粗数据为最优数据。

5  航空发动机行星齿轮传动系统
试验台

  为评估所提网络的特征增强性能，基于航空发
动机地面试验系统开展振动信号分析及故障诊断研

究，并对正常与预制裂纹齿轮毂发动机进行对比分
析。试验过程中，在发动机机匣外表面布置了 3 个加
速度传感器（标记为 A、B、C），以采集振动信号，其安
装位置与方向如图 8 所示，不同颜色的线条表示信息
流来源于不同位置的传感器。

图 8 发动机振动测试系统示意图

Fig.8 Schematic diagram of aero-engine vibration testing system

采样频率设置为 20 kHz。发动机减速器结构简
图如图 9 所示，一级减速为行星齿轮传动：太阳轮与 4
个行星轮啮合，行星轮与第一级内齿圈啮合，驱动行
星架传递动力。第一级内齿圈通过齿轮毂与第二级

主动轮连接，第二级主动轮带动中间齿轮逆时针转
动，进而推动第二级内齿圈与输出端共同旋转。相
关齿轮参数如表 6 所示。被测齿轮毂共包含 9 7 个
花键，分别对应数字 1～97。故障形式为：通过线切
割工艺预制 3 处裂纹，包括一条长度为 1 6 mm 的直
线裂纹以及两条半径分别为 9 mm 和 1 6 mm 的“L”
形裂纹[27]。

将实测信号截取 4 000 点作为一个样本，经

STFT 变换后，双线性插值至 400×400 时频矩阵作
为网络输入。

（a）减速器结构 （b）含裂纹齿轮毂

图 9 某型号航空发动机减速器结构及含裂纹齿轮毂示意图

Fig.9 Schematic diagram of the reducer structure and gear hub
with crack for a certain type of aircraft engine

表 6 某型号航空发动机减速器传动系统齿轮参数

Table 6 Parameters of the transmission system gears in a
certain aero-engine reducer

传动系统 齿轮类型 齿数 传动比

行星齿轮

太阳轮 3 5

行星轮 3 1 -2.77（转换轮系）

内齿圈 9 7

普通齿轮

驱动齿轮 3 5

中间齿轮 3 1 -2.77

内齿圈 9 7
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  为验证所提 TF_CoordAtt 模型在实际工况下
时频特征的表征与增强能力，选取真实齿轮箱在
健康与故障两种典型运行状态下的振动数据进行

对比分析。图 1 0、图 1 1 分别给出了健康工况与故
障工况下多种时频分析方法及 TF_CoordAtt 模型
的时频表征结果。从不同方法的结果可以看出，

STFT 由于固定窗长限制，在时间与频率分辨率之
间存在折衷，部分调制脊线较为模糊；STFT_SST
模型通过同步挤压提高了时频聚集性，但在噪声干
扰下仍存在脊线与噪声混叠现象；S 变换利用自适
应窗函数实现多尺度分析，但局部能量扩散较明显。
相比之下，图 1 0（d）和图 1 1（d）中，TF_CoordAtt 模
型的输出结果具有更连续的时频脊线与更集中的

能量分布。在健康工况下，模型输出中除差速齿
轮系啮合频率（DMF）外，其余频率成分整体较弱，
普通齿轮系啮合频率（OMF）及锥齿轮旋转频率
（BGRF）对应能量分布较为均匀，背景噪声得到有
效抑制；而在故障工况下，OMF、BGRF 及其倍频
成分得到明显增强，时频脊线更加清晰连续，局部
能量聚集现象更加突出。其中，第一级压气机叶
片激励频率（CB1）以及 DMF 成分在两种状态下均
保持较高稳定性，但故障状态下相关频带能量分
布更加集中。上述结果表明，TF_CoordAtt 模型能
够有效增强复杂噪声背景下的关键动力学特征，
为航空发动机齿轮毂状态监测与故障诊断提供可

靠依据。

（a）STFT_SST （b）S 变换 （c）STFT （d）TF_CoordAtt 模型

图 1 0 健康工况下不同模型基于行星齿轮传动系统试验台数据的时频增强效果

Fig.10 Time-frequency enhancement effect of different models based on planetary gear transmission system test rig data under
healthy working conditions

（a）STFT_SST （b）S 变换 （c）STFT （d）TF_CoordAtt 模型

图 1 1 故障工况下不同模型基于行星齿轮传动系统试验台数据的时频增强效果

Fig.1 1 Time-frequency enhancement effect of different models based on planetary gear transmission system test rig data under
fault working conditions

6 结论与展望
（1）针对航空发动机行星齿轮振动信号在强噪

声与非平稳工况下存在调制特征微弱、时频脊线不连
续及故障信息易淹没等问题，提出了一种基于坐标注
意力机制的轻量化时频增强网络 TF_CoordAtt，通
过构建时频去噪-坐标注意力特征重构两阶段结构，
实现了时频特征的有效增强。

（2）引入一阶梯度时频结构保持损失，对时间与
频率方向的局部结构进行联合约束，增强了时频脊

线的连续性与能量聚集特性。实验结果表明，所提
方法能够有效增强故障调制特征，改善时频脊线的
连续性与可辨性。

（3）实验结果表明，所提方法在保持时频增强性
能的同时具有较好的轻量化优势。其模型参数量仅
为 2.6 万，模型大小仅为 1 20 kB；相较于 ResNet-6，
参数量与模型大小分别减少 7 7.6%和 7 5.3%。
航空发动机齿轮毂试验结果进一步验证了该方法

在复杂工况下对故障特征的增强能力及工程应用

潜力。
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变分模态分解（VMD）具有自适应分解和噪声
抑制能力，但易受模态数、带宽参数及模态混叠影
响；包络阶次分析可突出故障调制频率，但难以保留
时变演化信息。相比之下，本文方法能够从含噪时
频图中学习连续调制脊线和局部结构特征，具备较
好的时频增强能力。未来可进一步融合 VMD 等传
统分解方法与深度时频增强网络，以提升模型在复
杂工况下的稳定性、泛化能力和工程适用性。
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