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基于因果启发的图深度学习
电力系统暂态稳定评估方法

赵晨浩，焦在滨，张林博，顾瀚文
（西安交通大学电气工程学院，710049，西安）

摘要：为了识别影响暂态稳定评估的关键拓扑结构和特征，提升因果关系的建模能力和模型决策

的可解释性，提出一种基于因果启发的边图注意力网络电力系统暂态稳定评估方法。首先，搭建边

图注意力网络编码器，联合提取节点与边特征，利用节点和边的注意力掩码，将电网图数据显式解

耦为因果子图与非因果子图；其次，在因果子图上并行构建失稳机组识别任务，通过施加隐式因果

约束，确保因果子图包含失稳关键节点与连接边；然后，引入因果干预与对比学习策略，消除非因果

特征的虚假关联，增强模型对因果特征的鲁棒学习；最后，联合优化各部分损失项，利用因果子图实

现准确的暂态稳定评估和关键失稳发电机的识别。在 CEPRI-TAS-173 算例上的仿真和测试结果

表明：所提方法的暂态稳定评估准确率达 9 9.01%，失稳机组识别准确率达 98.07%，各因果模块的

添加使得 F1 分数提升了 3.69 个百分点，验证了该方法具有更好的评估准确性、鲁棒性与可解释

性。研究结果可为电网安全预警和紧急控制提供可靠决策依据。
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Transient Stability Assessment of Power Systems Based on
Causal-Inspired Graph Deep Learning
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（School of Electrical Engineering，Xi’an Jiaotong University，Xi’an 7 1 0049，China）

Abstract：To identify the critical topological structures and features influencing transient stability
and to enhance the causal modeling capability and the interpretability of model decisions，this paper
proposes a causal-inspired edge-featured graph attention network for transient stability assessment of power
systems.First，an edge-featured graph attention network encoder is constructed to j ointly extract
node and edge features，and the grid graph data is explicitly decoupled into a causal subgraph and
a non-causal subgraph using node and edge attention masks.Next， an unstable generator
identification task is built in parallel on the causal subgraph to impose implicit causal constraints，

ensuring that the causal subgraph contains the critical nodes and connecting edges associated with
instability.Then， causal intervention and contrastive learning strategies are introduced to
eliminate spurious correlations caused by non-causal features and to enhance the robust learning of causal
features.Finally，the loss terms of each part are jointly optimized，and the causal subgraph is utilized to
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achieve accurate transient stability assessment and identification of critical unstable generators.Simulation
and test results on the CEPRI-TAS-173 test case show that the proposed method achieves a transient
stability assessment accuracy of 99.01% and an unstable generator identification accuracy of 98.07%.
Furthermore，the incorporation of causal modules improves the F1 score by 3.69 percentage points，

demonstrating the superior assessment accuracy，robustness，and interpretability of the proposed
method.The research findings can provide a reliable basis for decision-making in early warning
and emergency control of power systems.
Keywords：transient stability assessment；graph deep learning；causal inspiration；identification

of unstable generator；interpretability

  随着智能电网的快速发展，系统互联性增强，可
再生能源的并网及特高压交直流混联网络的部署带

来了多种运行模式和潜在的故障风险，也对电力系
统稳定性提出了严峻挑战[1-2]。因此，高效的暂态稳
定评估对于保障系统的安全稳定运行至关重要。

传统的暂态稳定评估一般采用时域分析法[3]或

直接法[4]，当仿真建模的复杂度提升以及运行方式
大幅增长时，便无法满足实时性要求。新兴的人工
智能技术与实时数据采集技术相结合，为电网暂态
稳定分析提供了强有力的工具[5-6]。目前，已有研究
包括使用决策树（DT）[7]、支持向量机（SVM）[8]等
机器学习算法，以及卷积神经网络（CNN）[9]、长短
期记忆网络（LSTM）[10]、门控循环单元（GRU）[1 1]

等深度学习算法，均取得了一定进展。
图深度学习（GDL）[12-1 3]作为深度学习在非欧

空间数据的拓展，通过将数据表示为图结构及其特
征，利用图神经网络学习图中节点、边和子图之间的
复杂关系。考虑到电网拓扑结构对系统暂态稳定性
的影响，近年的研究采用消息传递图神经网络
（MPNN）[14]、图卷积神经网络（GCN）[1 5]、图注意力
网络（GAT）[1 6]等，用于构建暂态稳定评估模型。文
献[17]同时考虑网络拓扑的空间特性和量测序列扰
动的时间特性，将 GCN 网络与 LSTM网络相结合，
分析和预测电力系统的暂态功角稳定性。为了有效
构建电网拓扑中多尺度子图间的信息传递特性，文
献[18]提出了一种基于多尺度图注意力网络（MS-
GAT）的电力系统暂态稳定评估方法。尽管上述图
深度学习方法考虑网络结构信息，建立了节点特征
和拓扑特征到评估目标的非线性映射，但其建模通
常依赖于输入信息与标签之间的统计相关性，缺乏
对二者之间因果关系的推断和分析，此外，GDL 算
法大多通过沙普利加和解释（SHAP）[1 9-20]等事后解
释法揭示特征的影响力，不能实时分析并直观解释
模型的决策机制。

针对上述问题，为提升基于 GDL 算法暂态稳
定评估的可解释性，有效识别失稳发电机和影响暂
态稳定性的关键图结构特征，本文提出了一种基于
因果启发的边图注意力网络（CI-EGAT）模型（下文
简称 CI-EGAT 模型）。首先，构建电网图数据，采
用边图注意力网络[21]对输入图数据进行初步特征

提取，分别计算节点和边的注意力分数，通过掩码运
算初步解耦因果子图和非因果子图。其次，利用因
果子图中发电机的节点特征对其稳定性状态进行预

测，约束因果子图中包含失稳发电机的所有节点，采
用非因果子图构建反事实样本并施加因果干预措

施，通过最小化反事实分类损失和对比学习损失，进
一步增强模型对因果特征的鲁棒学习。最后，基于

CEPRI-TAS-173 算例开展仿真测试，验证了 CI-
EGAT 模型的可行性和有效性。

1 基于 CI-EGAT 模型的暂态稳定评估
和失稳机组识别

1.1 基本原理

电力系统遭受干扰后的暂态过程，可通过微分
代数方程组表示如下

ẋ = f（x，κ，ν）

0 = g（x，κ，ν）{ （1）

式中：x、κ分别为系统的状态变量和代数变量；ν为
暂态稳定性影响参数；f、g 分别为表示系统动态元
件的函数和表示连接系统各动态元件的函数。

传统的时域仿真通过逐步积分方式，模拟和分
析系统不同时间步长下的动态行为，从而获得关于
系统暂态稳定性的准确结果；而基于 GDL 的暂态
稳定评估方法，旨在通过学习海量的电网图数据，由

GDL 模型替代仿真过程捕捉系统的动态响应，建立
从暂态变量输入到暂态稳定性结果的直接映射

关系。
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采用图数据G = {A，X}描述电力系统的原始
信息，其中 A 为电气节点间拓扑关系的邻接矩阵，

X 为电网测量数据构成的信息矩阵。采用 GDL 算
法，对图中各节点之间进行信息传递和特征聚合，捕
捉暂态过程中测量数据的局部变化和全局依赖关

系，从而预测系统的稳定性状态。
当系统出现失稳时，不同集群发电机动态特性

不同，相较于其他发电机组，失稳发电机组的转子角
瞬态响应特征更加明显。提前判断发电机是否失
稳，对于系统操作人员快速采取校正控制措施、保证
系统安全至关重要。当基于 GDL 算法的暂态稳定
评估被定义为图分类任务时，失稳机组识别可视为
图上的节点分类任务，二者具有因果关系，即系统的
整体稳定性取决于发电机组的同步稳定性；而发电机
组的失稳反映了系统无法维持平衡点，又会影响整个
电力系统的稳定性。考虑到这种约束关系，将输入特
征与输出结果之间的因果机制建模融入基于 GDL的
暂态稳定评估方法中，可为模型决策提供可解释性依
据，从而增强评估的可信度。因此，本文将因果启发
引入 GDL 建模，以实现暂态稳定评估和失稳机组
识别。

1.2 CI-EGAT 模型

1.2.1 GDL 算法的因果视角探析

从因果推断角度，对基于 GDL 算法的暂态稳

定评估过程建模，通过结构因果模型（SCM）[22]构
建输入与输出之间的因果关系，具体如图 1 所示。
图中变量包括图数据G、因果特征C、非因果特征 S、
图嵌入表示 R 和预测标签Y。采用两变量之间的箭
头表示二者的因果关系，则可列出以下关系对 SCM
模型进行解释。

（1）C ←G → S。因果特征C 反映了图数据G 的
内在属性，非因果特征 S 通常表示数据自身偏差或
学习到的环境噪声。

（2）C →R ← S。以非因果特征 S 和因果特征C
作为输入，通过学习得到的图嵌入表示R，包含G 的
高阶特征信息。

（3）R→Y。图嵌入表示R作为分类器的输入，Y
表示最终标签。

图 1 结构因果模型示意图

Fig.1 Schematic diagram of structural causal model

为了将抽象的因果概念转化为图数据上的可操

作计算，基于 SCM模型设计 3 个模块如图 2 所示，
以实现从图数据G 中提取因果特征 C，并建立其至
预测标签Y 之间的映射。

图 2 基于 CI-EGAT 模型的暂态稳定评估框架

Fig.2 Transient stability assessment framework based on CI-EGAT model

1.2.2 因果图表示和解耦

将边信息纳入到特征更新和聚合过程中，采用

EGAT 作为特征提取层编码器，对电网图数据进行
特征提取和嵌入表示。节点 i、j 的特征矩阵 X i、Xj 和
边特征矩阵 e ij 通过线性投影变换、拼接后，表示为

X ij =WX i‖WX j‖We ij （2）
式中：“‖”表示拼接；W 为可学习权重矩阵，用于实
现特征从输入 F 维到输出 F′维的变换。

考虑源节点、目标节点和连接边的特征，计算得
到归一化注意力权重分数

3
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ωij = exp（LeakyReLU（aTX ij ））

∑
k∈N（i）

exp（LeakyReLU（aTX ik））
（3）

式中：a 为可学习参数向量；LeakyReLU（·）为非线
性激活函数；k ∈ N（i）表示 k 为节点 i 邻域内的
节点。

采用注意力权重分数对邻居信息进行加权求

和，得到节点嵌入表示

X outi = MLP（∑
j∈N（i）
ωijWX j） （4）

式中：MLP（·）为多层感知机。
因果发现的目的是通过区分因果关系和虚假相

关性，识别复杂图数据中的因果成分，主要靠因果注
意力机制实现。注意力机制通过选择性地关注图中
的关键结构，从而实现更精准的学习和预测。在获
得图嵌入表示后，采用两个全连接层，基于变换后的
节点特征，通过 Softmax激活函数σ（W node（X outi ））计
算得到节点因果注意力分数αi，其中W node 为可学习

线性变换矩阵。同理，基于变换后的边特征 e′ij ，计算
得到边因果注意力分数βij 。根据节点和边的注意力
分数，经过掩码运算生成两个子图，分别定义为因果
子图G c 和非因果子图G s，计算式如下

G c = {A，Mx☉X，M e☉E} （5）

G s = {A，-M x☉X，-M e☉E} （6）
式中：Mx、M e 分别为αi 和βij 组成的对角掩码矩阵；

E 为边特征向量；☉表示哈达玛积，通过掩码运算过
滤掉冗余的节点和边；对应的互补系数矩阵 -M x =
I x-Mx，-M e = I e-M e，I x、I e 为单位矩阵。

由上可知，具有较高注意力分数的节点和边在

G c 中获得的权重较大，其与任务的因果相关性较
高，需要重点关注；相反地，具有较低注意力分数的
节点和边在 G s 中的权重较小，其对任务的重要性
较低。

实现因果子图和非因果子图的显式解耦后，将
式（5）、式（6）分别简化为 G c = {A，X c，E c}，G s =
{A，X s，E s}，采用 EGAT 编码器和全局池化进一
步聚合图中节点的邻居信息，并采用 MLP 作为分
类器，对提取的信息进行分类预测，其计算过程为

ŷ c =φc（f c（EGATc（X c，E c））） （7）

ŷ s =φs（f s（EGATs（X s，E s））） （8）
式中：EGAT（·）为特征提取层编码器；̂y c 、̂y s 分别
为运算后因果特征和非因果特征映射的预测值；

φc（·）、φs（·）为多层感知机构成的因果子图和非因
果子图分类器；f（·）为图池化操作。

分离因果子图的目的在于识别因果特征，其对

应的目标应该是真实标签，需要最大化因果特征与
真实标签之间的关联程度。考虑到实际失稳情况较
少，存在样本类别不平衡情况，采用带权重的交叉
熵损失函数 c 计算利用因果特征的图分类损失，表
达式如下

c =-[ω0 y k ln ŷ c，k +ω1（1-y k）ln（1 -̂y c，k）]
（9）

式中：ω0、ω1 分别为稳定样本和不稳定样本的权重；

ŷ c，k、y k 分别为第k 个样本的因果子图预测标签和真
实标签。

1.2.3 基于失稳机组识别的因果子图约束

暂态失稳的本质是发电机失去同步，因此失稳
样本中必然至少存在一台失稳发电机。若解耦得到
的因果子图捕捉到了这一因果关系，则子图中应该
包含这些关键发电机及其特征。为达成因果发现的
目标并对其施加约束，模型在因果子图计算分支增
加了失稳机组识别的任务。

参考式（5），若某台发电机节点的注意力分数非
常小，那么经过掩码运算后，该节点所蕴含的特征信
息在因果子图中就会被抹除；相反，高权重的节点特
征信息会被保留。在因果特征计算分支利用共享的

EGAT 层进行特征提取，并构建一个并行的分类
器，经过 Sigmoid 函数输出包含所有机组的多维度
标签如下

ŷ g =φg（EGATc（X c，E c）） （10）
式中：̂y g 为模型对发电机当前状态的预测概率；

φg（·）为多层感知机。
采用二元交叉熵损失函数 gen ，独立判断每个

发电机是否失稳，计算式如下

gen =- 1N∑
N

i= 1

[y g，i ln̂ y g，i +（1-y g，i）ln（1 -̂y g，i）]

（11）
式中：y g 为发电机的真实状态，取 0或 1 分别对应稳
定或失稳；N 为发电机个数。

基于因果特征的预测结果与真实发电机标签之

间的差距，借助损失函数 gen 的优化过程，梯度反向
传播可实现对 EGAT 编码器和注意力机制的训练
引导。为了准确识别发电机组是否失稳，模型需赋
予对应发电机节点及其连接边更高的注意力分数。
这相当于对因果子图施加约束，即只有因果特征包
含的信息才能用来准确识别发电机状态，迫使模型
更清晰地将发电机状态这种强因果信号剥离出来置

于因果子图，从而更好地利用因果子图包含的特征
判断整个系统的稳定性状态。

4
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1.2.4 因果干预和对比增强

为增强模型学习真实因果关系的能力，消除非
因果特征对模型预测的影响，基于 SCM 模型构造
反事实样本对其进行因果干预。在 SCM 模型中，
将实现因果特征 C 和预测标签Y 之间的一条路径
C ←G → S → R →Y 定义为后门路径，其中的非
因果特征 S 在C 和Y 之间产生干扰，这样即便 C 和
Y 没有直接连接，也会导致 C 与Y 建立虚假相关性，
使得标签Y 基于S 而不是C 做出预测，从而导致错
误。消除这条后门路径需要采用反事实方法并基于
如下考虑：当因果子图不变时，改变非因果子图，图
的标签不改变，对其进行校正。

参照文献[23]，利用非因果子图表示构造反事
实样本，并计算反事实预测输出 ŷ m。定义反事实损
失为反事实输出和真实标签之间的交叉熵损失函数

cf，优化目标为反事实预测的分布与真实标签一
致。 cf 的计算式如下

cf =-[y k ln ŷ m，k +（1-y k）ln（1 -̂y m，k）]
（12）

式中：̂y m，k 为第 k 个样本的反事实预测输出。
为进一步实现因果子图和非因果子图之间的解

耦并增强特征的判别性，设计基于对比学习的损失
函数 cont，拉近同类样本的因果特征表示，同时推远
因果特征和所有包括反事实特征在内的非因果特

征。定义向量 u 和 v 的相似度函数 sim（u，v）=
uTv/τ，其中τ为温度。定义归一化的因果为 z c、非因
果为 z s、反事实为 zm，对比损失可表示为

cont，i =- 1
| （i）|∑j∈ （i）

ln exp（sim（z c，i，z c，j））

∑
k≠i
exp（sim（z c，i，z c，k））

+

sim（z c，i，z s，i）+ sim（z c，i，zm，i） （13）
式中： （i）为与样本 i 同类的样本集。

至此，最终要优化的因果图模型损失函数可表
示为各损失函数的加权和

total = c+ gen+λ1 cont+λ2 cf （14）
式中：λ1、λ2 为超参数，分别表示对比增强的重要性
和因果干预的程度。

2 基于 CI-EGAT 模型的暂态稳定评估
实现过程

2.1 数据集构建

数据集的构建涉及到初始输入特征的选择和标

签给定。考虑到实际应用中，可能存在继电保护失
效以及故障切除时刻无法准确获取数据的情况，选
择系统故障发生时刻到发生后 5 个周波的母线电

压、相角，以及线路的有功功率、无功功率作为模型
输入，将其经过数据预处理后，分别作为电网图数据
的节点特征和边特征，表示如下

l′= l -μlσl
（15）

式中：l′为某一特征 l 的标准化值；μl、σl 分别为特征
l 的均值和方差。

为了提高暂态稳定评估效率，凸显模型对不同
暂态样本故障位置信息的识别，统一采用系统稳态
拓扑结构构建邻接矩阵。根据受扰动后的暂态稳定
指数η

[24-25]，给定每个样本的标签。η的计算式如下

η=
3 60°- Δδmax
3 60°+ Δδmax

（16）

式中：Δδmax 为任意两台发电机功角差的最大值。当

η＞ 0 时系统稳定，标签为[1，0]；当η＜ 0 时系统失
稳，标签为[0，1]。失稳发电机是指与平衡机组的
转子角度差大于 3 60°的机组[26]。发电机组的标签
为一个集合，其中每个元素为 0 或 1，分别对应失稳
和稳定状态的类别。

2.2 评价指标

选取以下 4 个评价指标综合衡量模型对功角稳
定性的评估效果。准确率是衡量模型性能的首要指
标，表示模型评估的准确性；召回率表示所有失稳样
本中正确分类的比例，其值越大，模型更不易出现失
稳漏报警；精准率反映失稳误报警的概率；F1 分数
是精确率和召回率的调和平均数。定义T P、F N 分别
为真实标签在失稳样本中被正确和错误预测的个

数，T N、F P 分别为真实标签在稳定样本中被正确和
错误预测的个数。评估指标准确率 I a、召回率 I r、精
准率 I p 和 F1 分数（I F1）的计算式分别如下

I a = T P+T N
T P+F P+F N +T N

（17）

I r = T P
T P+F N

（18）

I p = T P
T P+F P

（19）

I F1 = 2I p I r
I p +I r

（20）

  采用分类准确率 I i 衡量模型对失稳发电机的
识别效果，表达式为

I i = 1
PQ∑

P

p = 1
∑
Q

q= 1
Ⅱ（g q，p = ĝ q，p） （21）

式中：P 为样本个数；Q 为发电机台数；g q，p 、̂g q，p 分别
为第 p 个样本中第 q 台发电机的真实标签和预测标
签；Ⅱ（·）为指示函数，预测正确时为 1，反之为 0。
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2.3 暂态稳定评估实现流程

基于 CI-EGAT 模型的暂态功角稳定性评估
流程如图 3 所示，包括离线训练和在线应用两个
阶段。

图 3 基于 CI-EGAT 模型的暂态稳定评估流程

Fig.3 Transient stability assessment process based on the CI-EGAT model

  在离线训练阶段，当时域仿真获得大量样本后，
构建数据集并将其按一定比例划分为训练集和测试

集。首先，将图数据输入到由 3 层 EGAT 组成的编
码器，EGAT/BN/ReLU 表示在每一层 EGAT 之后
施加批归一化（BN）和 ReLU 激活函数。其次，利用
两个独立的线性层，分别计算节点和边的注意力分
数，并采用掩码计算得到因果子图和非因果子图，

Linear-2/Softmax 表示线性层输出为 2，激活函数
为 Softmax。再次，针对因果子图支路，在经特征变
换后的子图上依据发电机节点特征开展发电机状态

预测，并计算损失 gen。接着，对因果子图进行池化
操作，得到因果子图表示，通过由两层线性层组成的
分类器输出结果并计算 c。然后，通过 EGAT 变换
和池化，得到非因果子图表示并生成反事实样本，计
算反事实损失 cont和对比损失 cf。最后，计算总损
失函数并迭代运算优化模型参数，在测试集上得到
I a、I r、I p、I F1 和 I i 5 个评价指标。

离线训练完成后，将训练好的模型配置在控制
中心。对同步相量测量装置（PMU）监测到的实时
数据进行处理，并输入到训练好的模型中，得到该工
况下的暂态稳定评估结果，同时输出因果子图和失
稳发电机的识别情况，若结果为稳定，则不需要任何
动作，继续对系统进行监测；若结果为失稳，则参考
模型输出的因果子图和失稳机组信息，确定失稳区
域，并在控制中心施加相应措施，以减少系统暂态失
稳带来的不利影响。

3 算例分析

3.1 样本生成及模型参数设置

为了验证 CI-EGAT 模型的可行性和有效性，
采用如图 4 所示的 CEPRI-TAS-173 算例进行测
试。时域仿真平台为 PSD-BPA，模型采用 Python
语言基于 Pytorch Geometric 框架搭建。

以图 4 所示的算例为基础，通过时域仿真，模拟
不同故障场景生成样本并构建数据集。该算例共包
含 197 个节点，由中国某区域实际电网简化得到，是典
型的两区域交直流混联电力系统。系统共有 500 kV
主网架 85 个节点，15 台同步发电机组和 24 个新能
源场站，4 回直流。设置故障类型包括三相短路
N - 1、N- 2、N- 3，单个样本中故障发生在仿真开
始后 0.05 s，持续时间为 0.10 s，采样间隔为 0.01 s。
仿真时间设置为 1 0 s，共生成 1 8 503 个样本，包括

13 628个稳定样本和 4 875 个失稳样本，按照 8∶2 的
比例随机划分为训练集和测试集。

模型采用 Adam 优化器，最小学习率为 1 0-6，
采用余弦退火学习策略动态调整学习率。φc、φs、φ
3 个 分类器包含的两层MLP 神经元个数均为 64 和
2。λ1 和λ2 的搜索空间定义为：λ1，λ2 ∈ {0.001，

0.0 1 0，0.1 00，0.500}。训练模型并测试准确率，
得到的结果如表 1 所示。从中可以看出：λ1 过小或
过大均会导致模型性能下降；当改变λ2 时，准确率
突变显著；λ1、λ2 为 0.0 1 0 和 0.1 00 时，模型达到
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BusA-1～BusA-22—区域 A 中母线节点；GenA-1～GenA-6—区域 A 中同步发电机节点；GenAW-1～GenAW-6—区域 A 中风电场站节点；

GenAPV-1～GenAPV-5—区域 A 中光伏场站节点；BusB-1～BusB-12—区域 B 中母线节点；GenB-1～GenB-6，GenB-1a，GenB-41，

GenB-5a—区域 B 中同步发电机节点；GenBW-1～GenBW-3—区域 B 中风电场站节点。

图 4 CEPRI-TAS-173 算例拓扑图

Fig.4 Topology diagram of CEPRI-TAS-173 system

最佳性能。由此可知，在因果干预和对比增强之
间保持平衡，有利于提高模型的泛化能力和鲁
棒性。

表 1 不同超参数下 CI-EGAT 模型的准确率

 Table 1 Accuracy of CI-EGAT model under different

hyperparameters

λ2
准确率/%

λ1=0.001 λ1=0.010 λ1=0.100 λ1=0.500

0.001 9 7.74 98.01 98.1 5 9 7.66

0.010 98.07 98.3 1 9 7.98 9 7.28

0.100 98.88 9 9.01 98.37 9 7.34

0.500 98.46 98.64 98.18 9 7.3 1

3.2 模型评估性能对比

为了验证本文所提方法的有效性和模型性能，
在相同数据样本条件下，分别采用 DT、SVM、

CNN、LSTM、GCN、GAT、EGAT、MS-GAT、

CI-GAT 9 种模型搭建暂态稳定评估模型，与本文

CI-EGAT 模型进行对比。其中：DT 中决策树的最
大深度为 1 0；SVM中核函数采用径向基函数，惩罚
系数设置为 1 0；CNN 卷积核尺寸为 2；LSTM 各层
神经元数分别为 1 28、64、1 6；GCN、GAT、EGAT 和

MS-GAT 网络结构均包含 3 层特征提取层，使用平
均池化获得图全局特征，后接与 CI-EGAT 模型相
同的分类器；CI-GAT 将 CI-EGAT 模型中用于特征
提取的 EGAT 层替换为 GAT 层。除 CI-EGAT 模
型外，其他对比方法均需单独构建模型，方可完成发
电机失稳状态识别任务。对比模型均采用 Adam 优
化器训练，得到的测试结果如表 2 所示。由表可知，
相较于其他模型，传统的 DT 和 SVM 机器学习算
法建模能力有限，表现较差；由于更强的特征提取能
力，深度学习算法 CNN 和 LSTM 的各项评价指标
表现更好；得益于对系统拓扑特征的有效建模，图深
度学习算法进一步增强了模型评估性能；由于
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CI-EGAT模型在计算过程中引入了边特征及因果
关系建模，多项指标取得最优效果。综上，本文
所提 CI-EGAT 模型充分考虑了暂态稳定评估与
失稳机组识别任务间的因果关联，通过共享特征
提取过程并有效利用因果特征，实现了模型性能
的提升。
表 2  不 同 模 型 对 CEPRI-TAS-173 系 统 的 评 估

结果

Table 2 Evaluation results of CEPRI-TAS-173 system using
different models

模型 I a/% I r/% I p/% I F1% I i%

DT 94.46 9 6.69 94.88 9 5.77 94.37

SVM 93.88 9 5.90 94.96 9 5.28 9 3.62

CNN 96.48 9 7.69 9 7.12 9 7.34 9 6.28

LSTM 96.32 9 7.38 9 6.93 9 6.88 9 6.1 3

GCN 96.89 98.3 1 9 7.81 9 7.5 9 9 6.62

GAT 96.9 1 9 7.78 9 7.54 9 7.64 9 6.97

EGAT 96.99 98.3 1 9 7.64 9 7.98 9 6.90

MS-GAT 97.90 98.35 98.5 6 98.42 9 7.87

CI-GAT 98.76 98.5 6 98.81 98.69 9 7.98

CI-EGAT 99.01 9 9.54 9 9.1 6 9 9.36 98.07

3.3 样本可视化分析

为进一步探究 CI-EGAT 模型是否能够动态捕
获不同电网图数据的故障特征，并通过因果子图充
分挖掘暂态拓扑信息，本文可视化了单个样本在暂
态稳定评估和发电机状态识别任务中各节点与边特

征的注意力权重分布。考虑到不同运行状态下可能
存在单个或多个失稳机组，选取两个典型样本进行
可视化处理，结果如图 5 和图 6 所示。

（a）可视化结果

（b）功角轨迹

图 5 单机组失稳场景下样本 1 的可视化结果和功角轨迹

Fig.5 Visualization results and power angle traj ectory of
sample 1 under single unit instability scenario

（a）可视化结果

（b）功角轨迹

图 6 多机组失稳场景下样本 2 的可视化结果和功角轨迹

Fig.6 Visualization results and power angle traj ectory of
sample 2 under multiunit instability scenarios

图 5（a）为单机组失稳场景下样本 1 的可视化
因果子图，其中编号 3 5～40 为区域 A 各台发电机
节点，编号 41～50 为区域 B 各台发电机节点，颜色
越深代表模型的关注度越高。此样本仿真设置的故
障线路为：BusB-9—BusB-10 和 GenB-3—BusB-8，

8
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对应图数据中编号为 3 1—32 和 44—30（红圈处）。
故障位置及其周边节点颜色较深，表明模型有效关
注到样本中的故障信息。由于故障发生在区域 B，
失稳发电机为 GenB-4，区域 B 发电机组注意力分数
比区域 A 高。图 5（b）给出了该场景下各机组功角
随时间的变化情况。从功角的变化轨迹也可看出，
模型对相应发电机的关注度和因果注意力分数的有

效性。
图 6（a）为多机组失稳场景下样本 2 的可视化因

果子图，此样本仿真设置的故障线路为：BusA-4—

BusA-6 和 GenA-2—BusA-7，对应图数据中编号为

4—6 和 36—7（红圈处）。由图可知，在此故障条件
下，模型仍能识别影响系统稳定性的因果特征并做出
准确预测。图 6（b）给出了多机组失稳场景下的功角
变化曲线。由图可见，故障发生在区域 A，失稳发电
机为 GenA-1 和 GenA-2，表明模型能够准确识别失稳
发电机组。与传统的统计算法相比，CI-EGAT 模型
能够动态辨识影响系统稳定性的关键拓扑结构；即使
在相同的系统拓扑下，也能根据电气量的变化，通过
注意力分数刻画各节点之间的影响关系，给出当前故
障下的因果子图，解释模型判稳关注重点，从而减少
分析范围，有助于针对性地制定失稳对策。

3.4 模型特征提取可视化

为了观察 CI-EGAT 模型内部的特征提取效果
以及不同子图表示，采用 t 分布的随机近邻嵌入（t-
SNE）方法可视化模型中间层的输出。图 7 展示了

t-SNE 方法在测试集上的可视化结果。由图可见，
原始数据在低维映射空间中重叠部分较多，经过特
征提取后，部分失稳样本呈现聚集特性。经过注意
力计算和解耦之后，因果子图和非因果子图在嵌入
空间中呈现较大差异。对于非因果子图，由于所包
含的非因果特征通常代表数据自身偏差或学习到的

环境噪声，因而特征空间中仍存在部分难以区分的
困难样本；而对于因果子图，由于可视化结果已经呈

（a）原始全局输入 （b）EGAT 编码器输出

（c）因果子图表示 （d）非因果子图表示

图 7 t-SNE 方法可视化结果

Fig.7 Visualization results of t-SNE method

现几乎清晰的分类边界，因此可进一步利用因果特
征输入分类器，从而实现准确的暂稳评估。

3.5 各模块有效性分析

为了评估和验证采用因果约束、对比增强及因
果干预技术对暂态稳定评估的影响和有效性，通过
修改 CI-EGAT 模型训练的总损失函数，设置如下
消融实验。

方案 1：采用总训练损失函数，即式（14）。
方案 2：无因果约束，即删除式（11）中的发电机

失稳状态识别损失项。
方案 3：无对比增强，即删除式（13）中的对比损

失项。
方案 4：无因果干预，即删除式（12）中的反事实

损失项；同时调整式（13），删除因果表示和反事实表
示之间的对比损失。

方案 5：只保留式（9）的图分类损失，此时忽略
了因果效应，为常规边图注意力网络模型。

测试得到的对比结果如表 3 所示。可以看到，
方案 5 的评估效果最差，这是因为该方案忽略了因
果效应，仅采用常规注意力机制进行解耦并开展子
图计算，得到的子图易引入大量环境噪声，导致其各
项指标低于 GAT 等直接利用完整电网拓扑信息的图
模型。这进一步表明，将因果关系推断引入暂态稳定
评估十分必要，利用因果学习能够提高基于 GDL 算
法暂态稳定性评估的准确率。由前文分析可知，暂态
稳定评估任务和发电机状态识别任务存在内在联系。
方案 2 的结果表明，因果子图施加的隐式约束对暂态
稳定评估模型表现有提升作用。方案 3 的各项指标
较方案 1 有所降低，表明对比学习对因果解耦的作用
增强，提高因果特征和非因果特征之间的差异性能更
好地识别因果子图。方案 4 的测试结果表明，利用反
事实样本能够训练模型识别不变的因果特征，因果

9



西 安 交 通 大 学 学 报 第 60 卷 

 zkxb.xj tu.edu.cn 

干预增强了模型学习真实因果关系的能力。
表 3 不同损失函数下 CI-EGAT 模型评估结果的对比

Table 3 Comparison of CI-EGAT model evaluation results
under different loss functions

损失函数 I a/% I r/% I p/% I F1%
方案 1 9 9.01 9 9.54 9 9.1 6 9 9.36
方案 2 9 7.87 98.07 9 7.87 9 7.98
方案 3 98.01 98.41 98.03 98.21
方案 4 98.21 98.5 6 98.12 98.36
方案 5 9 5.5 6 9 6.23 9 5.08 9 5.67

3.6 未见故障场景及噪声场景测试

为验证模型的泛化性和鲁棒性，对比了不同模
型在新故障场景下的表现，获取不同水平系统噪声
条件下 CI-EGAT 模型的评估结果。新故障场景下
的测试集通过设置随机 N-3 三相短路故障，其拓
扑场景与原训练集不同，共生成 3 600 个样本。所
有原模型未学习过任何新场景下的样本，其测试结
果如图 8 所示。

图 8 不同模型在新故障场景下的评估结果对比

Fig.8 Comparison of evaluation results of different
models in new scenarios

由图 8 可以看出，相较于常规机器学习和深度
学习算法，GDL 算法的测试表现更好，在面对拓扑
变化场景时具有更好的适应性。本文 CI-EGAT 模
型的各项性能指标均为最优，表明电力系统的图结
构数据中确实存在反应暂态稳定性的因果关系，基
于因果特征的预测模型泛化能力更强。

由于从同步相量测量装置收集到的测量数据会

受到噪声干扰，因此模型在线应用时需要抵御噪声
的影响。通常用信噪比 R SNR衡量信号的质量，向测
试集中的样本加入不同水平的噪声，记录暂态稳定
评估和失稳机组识别结果，如表 4 所示。根据 IEEE
标准[27]，同步相量测量装置的测量误差应小于 1%，
对应的 R SNR为 40 dB。由表 4 可以看到，在该噪声
水平下，模型的暂态稳定评估和失稳发电机组识别

准确率几乎不变。当噪声更强时，CI-EGAT 模型的
性能虽然有所下降，但准确率仍较高，具有一定的鲁
棒性。
表 4 不同噪声水平下 CI-EGAT 模型评估结果的对比

Table 4 Comparison of CI-EGAT model evaluation results

under different R SNR levels

R SNR/dB I a/% I F1% I i%
40 98.98 9 9.04 9 7.78
30 98.68 98.75 9 7.32
20 98.07 98.21 9 6.75

3.7 可解释性对比

为验证模型决策的可解释性提升效果，除直观
的可视化子图外，通过引入忠实度[28]这一可解释性

的衡量指标开展量化计算，并与其他方法进行对比。
忠实度常用于特征重要性解释方法，反应模型

解释能否真实反映模型的实际预测。其计算过程
为：先按特征重要性排序，然后依次移除前 k 个特
征，观察模型预测概率的变化幅度，变化越大，表明
这些特征确实对模型的预测产生了影响，忠实度越
高。对比方法包括 SHAP、局部可解释且模型无关
（LIME）、DT 和 Transformer 注意力解释法。将图
数据展平为特征向量，并采用上述可解释方法计算
特征重要性或注意力分数，其中 DT 模型同 3.2 小
节，Transformer 模型结构的设计参照文献[29]。
分别移除特征重要性或注意力分数排名的前 1 0、

20、40 个特征，记录忠实度结果如表 5 所示。由表
可知，作为事后解释方法，SHAP 和 LIME 模型的
忠实度较低，这类模型无关的解释方法容易出现认
为特征重要、但删掉不影响预测的现象。DT 和

Transformer 模型的预测概率变化程度相较于本文

CI-EGAT 模型略低，说明得分重要性或注意力权重
数值并不能代表因果重要性，可能只是统计相关。
综合来看，本文 CI-EGAT 模型捕获了决定性因素，
从而提高了模型决策的可解释性。

表 5 不同模型下可解释忠实度的对比

Table 5 Comparison of interpretable fidelity under different

models

模型
忠实度

k=10 k=20 k=40
SHAP 0.074 0.307 0.440
LIME 0.01 9 0.203 0.1 7 1
DT 0.1 78 0.29 9 0.503

Transformer 0.226 0.448 0.552
CI-EGAT 0.289 0.480 0.602
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4 结 论
为捕捉和电网暂态稳定性相关的关键节点信息

并识别失稳机组，提高图深度学习暂态稳定评估的
准确性和可解释性，本文提出一种基于因果启发的
边图注意力网络（CI-EGAT）电力系统暂态稳定评
估方法，通过在 CEPRI-TAS-173 算例上开展仿真
验证和分析，得到如下结论。

（1）所提方法在实现暂态稳定评估的同时，能够
对发电机组状态识别，CEPRI-TAS-173 算例上的暂
态稳定评估准确率达 9 9.01%，失稳机组识别准确
率达 98.07%，并能根据不同工况给出影响暂态稳
定评估的关键拓扑结构和特征，具有良好的工程实
用性。

（2）所提方法引入因果约束后，模型的 F1 分数
提升了 1.38 个百分点；引入对比增强和因果干预模
块，模型 F1 分数分别提升了 1.1 5、1 个百分点，各
因果模块的共同作用，使得评估效果较常规边图注
意力网络提升了 3.69 个百分点，验证了各模块对因
果特征学习的增强作用。因果启发的引入，使得所
提方法相比机器学习算法、常规图深度学习算法等
具有更高的准确性、鲁棒性和决策可解释性。

未来研究将聚焦于提升模型的自适应性，即在
未知运行拓扑或系统规模变化下，如何学习因果机
制并利用因果特征，持续为暂态稳定评估和控制提
供有效支撑。
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