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摘要：为提升矿用新能源车辆的安全性能，进一步提高锂电池荷电状态（SOC）估计精度，面向

矿用场景提出了一种融合深度学习的云边协同SOC估计框架及算法。首先，在边端通过电池管

理系统进行参数采集，通过安时积分法实现本地SOC估算；其次，在云端构建双向长短期记忆

网络与多头注意力机制的混合神经网络模型，并引入蜣螂优化算法优化模型超参数组合；最后，

通过自适应无迹卡尔曼滤波融合云边数据校正SOC估计。模型通过US06、FUDS、DST工况对

其有效性及性能进行测评。研究结果表明：云端模型性能较为良好，可有效实现 SOC估算，

FUDS工况下平均绝对误差为0.36%，均方根误差为0.50%，DST工况下平均绝对误差为0.40%，

均方根误差为0.57%；云边融合模型进一步实现了SOC校正，FUDS工况下，较云端算法平均绝

对误差和均方根误差分别降低了 28.5%和 37.9%，在DST工况下分别降低了 26.9%和 39.4%，模

型具备一定的泛化性及鲁棒性。云边框架可为矿用场景下，锂电池SOC估计的工程应用提供理

论参考，云边融合模型为提升矿用锂电池SOC预测精度提供实践路径。
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Abstract: To enhance the safety performance of mining new energy vehicles and further improve the 

estimation accuracy of lithium battery state of charge (SOC), this study proposes a cloud – edge 

collaborative SOC estimation framework and algorithm integrating deep learning for mining scenarios. 

At the edge end, parameters are collected through the battery management system, and local SOC 

estimation is performed using the ampere-hour integration method. In the cloud, a hybrid neural 

network model combining a bidirectional long short-term memory network and a multi-head attention 

mechanism is constructed, and the dung beetle optimization algorithm is introduced to optimize the 

hyperparameter combination of the model. Finally, adaptive unscented Kalman filtering is used to fuse 

cloud and edge data for SOC estimation correction. The effectiveness and performance of the model are 

evaluated under US06, FUDS, and DST operating conditions. The results show that the cloud-based 

model performs well and can effectively estimate SOC. Under FUDS conditions, the mean absolute 

error is 0.36% and the root mean square error is 0.50%; under DST conditions, the mean absolute error 

is 0.40% and the root mean square error is 0.57%. The cloud–edge fusion model further achieves SOC 

correction. Compared with the cloud-based algorithm, the mean absolute error and root mean square 

error are reduced by 28.5% and 37.9%, respectively, under FUDS conditions, and by 26.9% and 39.4%, 

respectively, under DST conditions. The model demonstrates a certain degree of generalization ability 

and robustness. The proposed cloud-edge framework can provide theoretical reference for the 

engineering application of lithium battery SOC estimation in mining scenarios, while the cloud–edge 

fusion model offers a practical approach for improving SOC prediction accuracy of mining lithium 

batteries.

Keywords: lithium-ion batteries; state of charge; Ampere-hour integration method; bidirectional long 

short-term memory; adaptive unscented Kalman filter

随着“双碳”目标持续推进及新质

生产力的蓬勃发展，智能化新能源装备

在矿山应用日益广泛。锂电池具备能量

密度高、无记忆效应等优势[1]，已成为

新能源矿山装备首选动力源。然而，矿

山井下空间受限、通风条件有限，锂离

子电池风险防控在装备运行中更是处于

首要地位[2]。高精度的SOC估计可有效

避免锂电池过充、过放、一致性差等引

发的事故发生。因此，提高锂离子

SOC 估计精度对矿用新能源装备可靠

运行具有重要意义。

目前，SOC 估计常用方法有安时

积分法（AHI） [3]、基于模型的方法[4-5]

以及数据驱动法[6]。AHI属于一种开环

估计方法，其精度受累积误差影响。学

者们为充分发挥安时积分法轻便化优

势，提出了多种优化思想。陈继永等[7]

采用分段开路电压对 SOC 进行周期性

校正，以提高矿用机车电池管理系统

（BMS）的 SOC 估算精度。罗勇等[8]考

虑充放电倍率、库伦效率、温度等对锂

电池容量的影响，提出了一种基于容量

修正的安时积分 SOC 估算方法。丁镇

涛等[9]提出了一种安时积分法结合无迹

卡尔曼滤波联合估算方法，弥补了90%
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～100%SOC 时的估算缺陷。李昆等[10]

提出了一种基于频繁项统计流-AHI 的

SOC 估算方法，以此削弱了 AHI 的电

量累积误差。

随着数据规模及复杂程度的增加，

近年来国内外学者围绕数据驱动法开展

了大量研究。考虑 SOC 估算属于典型

时间序列预测，Yang 等[11]采用循环神

经网络进行了不同温度下的SOC估计。

Chemali 等[12] 通 过 长 短 期 记 忆 网 络

（LSTM）模型解决了锂电池 SOC 的长

时序预测问题。Bian等[13]提出了一种堆

叠双向的长短期记忆网络 （BiLSTM）

模型，并通过实验验证了该模型的预测

精度。陈继斌等[14]提出了一种将卷积神

经网络（CNN）与BiLSTM模型联合的

SOC 估算方法，验证了双向结构对预

测性能的贡献。虽然基于时间序列的

SOC 预测方法可以捕获数据连续变化

关系，但面对高维数据输入仍难以筛选

出关键输入特征[15]。因此，丁伟等[16]采

用将CNN、BiLSTM模型及注意力机制

（AM） 相结合的方法实现了电动装载

机电池 SOC 估计。张林等[17]提出了一

种用一维卷积神经网络与门控循环单元

相结合的全寿命周期锂电池 SOC 估计

方法。高俊东等[18]为提升模型特征提取

能力，在LSTM基础上融合了多头自注

意力机制，验证了复杂非线性关系影响

下方法的有效性。数据驱动方法在锂电

池 SOC 估计应用日益广泛，且预测精

度也不断提升。然而，矿山新能源车辆

受BMS算力约束，数据驱动法在边端

应用层面存在实时性差等问题；同时，

矿用装备作业场所广、通信条件恶劣，

以此仅依靠云端估算存在可靠性弱等问

题。以上均限制了数据驱动法在矿用场

景高效应用。

综上所述，为提高 SOC 实时估算

精度，防止井下通信异常预警失效，充

分发挥矿用装备BMS边端优势，有机

结合云端计算资源，搭建云边协同框

架。首先，在边端以BMS为硬件基础，

布置AHI对锂电池SOC进行实时估算，

确保边端预警的实时性、可靠性；其

次，在云端布置混合神经网络模型，构

建蜣螂优化(DBO)算法-BiLSTM-多头

注意力机制（MHA）的模型框架，融

合 BiLSTM 模型时序的依赖建模与

MHA算法的关键信息提取优势，通过

算法的全超参数优化，提高 SOC 估算

精度，建立自适应无迹卡尔曼滤波

（AUKF）融合模型校正 SOC 精度；最

后，通过校正值反馈修正边端初始值，

抑制累计误差，形成云边协同 SOC 闭

环估算模型框架。

1　AHI-混合神经网络-AUKF

模型

1.1 基于安时积分法的边端 SOC

估算

AHI具备成本低廉、实现简单、可

操作性高等优点，被广泛应用于 BMS

中。同时，由于其计算量小，亦符合边

端计算轻量化要求，其核心遵循电荷守
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恒定律，即通过对比锂电池在充放电过

程中累积充进与放出电量。假设锂电池

初始状态为Sn，t时刻荷电状态Ssoc计算

过程的表达式为

Ssoc = Sn -
1
Cn

∫
0

t

i(t)dt (1)

式中：Cn为锂电池额定容量；i(t)为 t时

刻的充、放电电流。

1.2 云 端 DBO-BiLSTM-MHA 混

合深度学习的

SOC估算

1.2 1 双向长短期记忆神经网络

LSTM模型可有效解决循环神经网

络计算中梯度爆炸及消失的现象[19]。

BiLSTM 在其基础上引入双向处理机

制，以提高其结果准确性，其模型结构

如图1所示。图中，h、h分别为向前传

播、向后传播LSTM的状态量；h′为隐

藏层的状态量；Y 为 BiLSTM 输出量；

X为正向和反向输入量。

LSTM 为 BiLSTM 的基本单元之

一，由遗忘门、输入门以及输出门3部

分构成。

遗忘门可过滤 SOC 估算的弱相关

信息，决定特征通过量的表达式为

ft = σ [W f (ht - 1xt )+ b f ] （2）

式中：ft为 t时刻遗忘门的输出量；σ为

Sigmoid 函数；Wf为遗忘门权重矩阵；

ht-1为 t-1时刻（即上一时刻）的输出状

态量；xt为 t时刻的输入特征，bf为遗忘

门的偏置向量。

输入门将新特征信息输入至当前记

忆细胞中，并更新记忆细胞信息，此过

程可表达为

Ct = ftCt - 1 + σ tanh [Wc (ht - 1xt )+ bc ]（3）

式中：Ct、Ct-1分别为 t、t-1时刻，记忆

单元保留的 SOC重要特征信息；Wc为

输入门权重矩阵；bc 为输入门的偏置

向量。

输出门控制当前时刻信息输出的表

达式为

ht = σ(Wo[ht - 1xt ] + bo )tanh(Ct ) （4）

式中：ht为 t时刻的状态量，Wo为输出

门权重矩阵；bo为输出门的偏置向量。

2　个时序相反的 LSTM 模块通

过隐藏层的双向 LSTM 模块

实现连接，其变换过程可表

Yt

h't

Xt

Yt-1

h't-1

Xt-1

Yt+1

h't+1

Xt+1

输出层

隐藏层

反向传播

前向传播

输入层

ht+1htht-1

ht+1htht-1
   

   

 

图1　BiLSTM结构示意图

Fig. 1　Schematic diagram of the 

BiLSTM structure
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示为

ì

í

î

ï
ïï
ï

ï
ïï
ï

ht = f(Wa1 xt +Wa2ht - 1 )

ht = f(Wb1 xt +Wb2ht - 1 )

h′t = f '(Wc1ht +Wc2ht )

（5）

式中：f、f、f '分别为向前、向后、隐

藏层的激活向量；Wa1、Wa2分别为向前

传播过程中，输入特征权重矩阵及上一

时刻输出状态值权重矩阵；Wb1、Wb1分

别为向后传播过程中，输入特征权重矩

阵及上一时刻输出状态值权重矩阵；

Wc1、Wc2分别为隐藏层，输入特征权重

矩阵及上一时刻输出状态值权重矩阵。

则 t 时刻的 BiLSTM 输出量可表

示为

Y t =w th′t （6）

式中：w t为 t时刻的状态值权重矩阵；

1.2 2 双多头注意力机制

注意力机制可有效捕捉时间序列

中，长距离依赖关系，并能自适应聚焦

输入序列的有效信息[20]。MHA 作为注

意力机制的一种改进，可多维度捕捉序

列信息[21]，因此获得的信息更加全面，

其基本结构如图 2所示。图中，r为查

询、键、值的组数。

基于上阶段输入生成 r 组查询 Qi、

键Ki以及值Vi，采用点积法计算Qi与Ki

的相关性，以此得到每组向量的注意力

得分Si的表达式为

Si =Qi Ki （7）

在此基础上，通过 softmax激活函

数得到注意力权重矩阵ai，即

a i = softmax(si ) （8）

将注意力权重矩阵 ai与值 Vi相乘，

并进行加权求和，加权和Zi的表达式为

Zi =∑a iVi （9）

将 r组Zi拼接后进行线性变换得到

输出Z的表达式为

Z = concat(Z1Z 2Zr ) （10）

式中：concat(·)为拼接函数，用于将各

组注意力输出 Zi 在特征维度上进行

拼接。

1.2 3 蜣螂优化算法

Xue等[22]提出了一种模拟蜣螂生物

行为（包括滚球、舞蹈、觅食、窃取及

繁殖）的群体智能算法，以实现非线性

解空间的快速寻优，其优化过程如图3

所示，主要包括以下5个步骤[23]。

（1）初始化蜣螂种群，分配滚球蜣

螂、繁殖蜣螂、小蜣螂、小偷蜣螂的比

例、最大迭代次数及位置边界；

线性层

拼接

线性变换

多头自注意力机制

缩放点积注意力

查询 键 值

线性层线性层

r

 

图2　多头注意力机制结构示意图

Fig. 2　Schematic diagram of the multi-

head attention structure
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（2）计算每种蜣螂的适应度值；

（3） 按照 4 种蜣螂行为进行位置

更新；

（4）判断更新后个体是否存在越界

行为；

（5）判断是否满足迭代条件，并输

出结果。

其中，步骤（3）的位置更新通过

以下行为进行更新。

（1）滚球行为

蜣螂滚球时通过天线搜索方式进行

位置更新，可表示为

ì
í
î

ïï
ïï

p j (m + 1)= p j (m)+ αkp j (m - 1)+ bDDp

DDp = || p j (m)-w

（11）

式中：m为当前位置的迭代次数；pj(m)

为 j 号蜣螂在第 m 次迭代时的位置更

新；α为1或-1（1表示原始方向，-1表

示偏离原始方向）；k∈(0, 0.2]，为位置

偏移因子；b∈(0,1]为自然系数；Δp 为

与全局最差位置w的距离差，以反应光

强变化，Δp 值越大即光强越弱，刺激

蜣螂避开该位置。

（2）舞蹈行为

当蜣螂遇到障碍物时，将通过跳舞

获得新路线，此过程可表示为

p j (m + 1)= p j (m)+ tan θ | p j (m)- p j (m - 1) |
（12）

式中：θ∈(0, p]为蜣螂舞蹈方向偏转角；

|pj(m)-pj(m-1)|为 j 号蜣螂在第 m 次迭代

与上次迭代之间的差异。

（3）繁殖行为

DBO 算法采用边界选择策略模拟

繁殖蜣螂产卵区域，其下边界 Lb与上

边界Ub表示为

ì
í
î

Lb =max(x* (1 -R)L)

Ub =min(x* (1 +R)U)
（13）

R = 1 -
m

Tmax

（14）

式中：x*为局部最优解；R 为惯性权

值；Tmax为最大迭代次数；L、U分别为

优化问题的下界与上界。

卵球在产卵区域可表示为

B j (m + 1)= x* + b1(B j (m)-Lb )+

b2(B j (m)-Ub ) （15）

式中：Bj(m)为第 j个卵球在m次迭代的

位置信息；b1，b2为2个取值在（0，1）

的 D 维随机向量，⊙为 Hadamard 积符

号，表示对应元素逐一相乘的运算。

（4）觅食行为

开始

初始化蜣螂种群及算法参数

计算各个体的适应度值

按滚球蜣螂、繁殖蜣螂、小蜣螂、小偷蜣螂四

类角色更新位置

判断更新后个体是否越界

更新种群当前最优解及其适应度值

判断是否达到最大迭代次数

输出全局最优解及最优适应度值

t=t+1

结束

否

否

是

是

 

图3　蜣螂优化算法流程图

Fig. 3　Flowchart of dung beetle 

optimizer algorithm
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小蜣螂逐渐搜索各觅食区域，以此

构建最优觅食区，觅食边界定义式为

ì
í
î

Lf =max(x f (1 -R)L)

Uf =min(x f (1 +R)U)
（16）

式中：Lf、Uf 分别为最优觅食区下边

界、上边界；xf为觅食区全局最优解。

基于此，更新后的觅食位置可表示为

F j (m + 1)=F j (m)+ d1(F j (m)-L f )+

d2(F j (m)-U f ) （17）

式中：Fj(m)为第 j个小蜣螂在m次迭代

的觅食位置信息，d1，d2为 2个取值在

（0，1）的D维随机向量，并服从正态

分布。

（5）窃取行动

部分蜣螂存在窃取行为，其个体位

置可表示为

Q j (m + 1)= x f + g(|Q i (m)- x* | + |Q i (m)-

x f |) （18）

式中：Qj(m)为第 j个蜣螂在m次迭代窃

取过程的位置；g为正态分布的D维随

机向量。

1.2 4 DBO-BiLSTM-MHA 云 端

混合模型构建

构建DBO-BiLSTM-MHA云端混合

模型，提高 SOC 估算精度，模型架构

如图4所示。

模型以锂电池电流、电压以及温度

时 序 信 号 作 为 输 入 。 首 先 ， 利 用

BiLSTM 层双向循环机制，深度挖掘

SOC动态依赖关系；其次，通过MHA

层对关键信息进行进一步自适应聚焦，

增强特性表达能力；最后，通过全连接

层进行 SOC 估算值的输出，估算结果

计为 ZSOC。与此同时，引入 DBO 优化

算法对BILSTM-MHA超参数组合（学

习率，神经元数，注意力头数，正则化

系数）进行搜索优化，以提升估算稳

定性。

1.3 AUKF 云端信息融合的 SOC

校正

云端将边端安时积分法估算结果

LSTM LSTM LSTM

LSTM LSTM LSTM

DBO优化参数组合（学习率，神经元数，注意力头数，正则化系数）

BiLSTM层 MHA层 全连接层

缩放点积注意力

线性层线性层线性层

拼接

线性
变换

输

入
输

出

 

图4　DBO-BiLSTM-MHA云端混合模型架构

Fig. 4　DBO-BiLSTM-MHA cloud-hybrid algorithm architecture
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OSOC及云端混合神经网络估计结果ZSOC，

通过AUKF融合处理，实现SOC校正，

计算过程有如下步骤。

（1）将OSOC视为状态量，则状态方

程为

xk = xk - 1 + q （19）

式中：xk、xk-1分别为 k、k-1时刻的OSOC

值，q为过程噪声。

将ZSOC视为观测值，则观测方程为

zk = zk - 1 + v （20）

式中：zk、zk-1分别为 k、k-1 时刻的 ZSOC

值，v为观测噪声。

（2） 误差变量 x̂0 及初始状态协方

差矩阵P0表达式为

ì
í
î

x̂0 =E[x0 ]

P0 =E[(x0 - x̂0 )(x0 - x̂0 )T ]
（21）

式中：x0为初始时刻的OSOC值；E[·]为

数学期望算子。

（3）计算Sigma点

ì

í

î

ï
ïï
ï

ï
ïï
ï

x (i)
k = x̂ki = 0

x (i)
k = x̂k + (n + λ)Pk i = 12...2n

x (i)
k = x̂k - (n + λ)Pk i = n + 1...2n

（22）

式中：上标(i)为第 i 个 Sigma 点；λ=δ2

(n+l)-n，n为状态变量维度，δ和 l用于

控制Sigma点集的分布范围。

（4）时间更新

ì

í

î

ïïïï

ïïïï

x (i)
k + 1|k = f (x (i)

k uk )

x̂k + 1|k =∑
i = 0

2n

w(i)
m x (i)

k + 1|k

（23）

式中：uk为 k时刻的控制输入；x (i)
k + 1|k 为

第 i个 Sigma点经状态方程预测后得到

的状态向量；x̂k + 1|k 为 k+1时刻状态变量

预测值；w(i)
m 为第 i个Sigma点对应的均

值权重。

（5）协方差预测值Pk + 1|k计算

ì

í

î

ï

ïï
ï
ï

ï

ï

ï
ïï
ï

ï

Pk + 1|k =∑
i = 0

2n

w(i)
c (x (i)

k + 1|k - x̂k + 1|k )(x (i)
k + 1|k - x̂k + 1|k )T +Qk

Qk =Kk Hk K T
k

Hk =
1
M ∑

i = k -M + 1

eke
T
k

（24）

式中：w(i)
c 为第 i个Sigma点对应的协方

差权重；Qk过程噪声协方差矩阵；Kk为

k时刻卡尔曼增益矩阵；Hk为基于误差

序列估计得到的噪声协方差矩阵；ek为

k时刻的预测误差向量；M为累计新息

数量。

（6）观测变量更新

ì

í

î

ïïïï

ïïïï

z (i)
k + 1|k = s(x (i)

k + 1|kuk + 1 )

ẑk + 1|k =∑
i = 0

2n

w(i)
m z (i)

k + 1|k

（25）

式中：z(i)
k + 1|k 为预测观测值；ẑ(i)

k + 1|k 为预测

观测值均值。

（7）卡尔曼增益及误差协方差更新

ì

í

î

ï
ïï
ï
ï
ï

ï

ï
ïï
ï

ï

Kk + 1 =Pxz P -1
zz

Pxz =∑
i = 0

2n

w(i)
c (x (i)

k + 1|k - ẑk + 1|k )(x (i)
k + 1|k - ẑk + 1|k )T

Pzz =∑
i = 0

2n

w(i)
c (z (i)

k + 1|k - ẑk + 1|k )(z (i)
k + 1|k - ẑk + 1|k )T +Rk

（26）

式中：Pxz为预测观测协方差；Pzz为预

8
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测观测方差；Kk+1为 k+1时刻卡尔曼增

益；Rk为 k时刻测量噪声协方差，表达

式为

Rk =Hk -Ck PkC
T
k （27）

其中，Ck为 k 时刻的观测矩阵，Pk为 k

时刻的状态误差协方差矩阵。

（8）状态变量及协方差矩阵更新

ì
í
î

x̂k + 1|k = x̂k + 1|k +Kk + 1 (zk + 1 - ẑk + 1|k )

Pk + 1|k =Pk + 1|k -Kk + 1 Pzz K T
k + 1

（28）

联立式（24）、式（26）、式（28）

实现无迹卡尔曼滤波的自适应估计。

1.4 AHI-混合神经网络-AUKF 的

云边协同模型构建

面向矿用场景，结合矿用新能源车

辆（NEVs）的BMS特征构，构建云边

协同框架，基本框架有如下流程。

（1） 边 端 布 置 于 矿 用 NEVs 的

BMS。BMS 采集从板实现锂电池端电

压、温度等参数的实时采集。BMS 主

板具备预警、控制等轻量处理功能，主

板通过安时积分法对原始信号 SOC 进

行估算，估算值计为OSOC，以满足电池

及时预警。

（2）云端布置于算力中心。首先，

基于混合深度神经网络对边端采集的原

始电压、电流参数进行 SOC 估算，得

到云端估算值ZSOC，并将其作为观测量

的输入；其次，将边端估算值OSOC，用

于构建状态预测过程；最后，结合状态

预测与观测更新机制，建立AUKF融合

模型，最终输出校正值FSOC。

3） 边端数据通过 NEVs 车载系统

将原始参数以及 OSOC 传输至云端进行

SOC校准；云端将SOC最终校正值FSOC

返回至车载系统，以更新BMS安时积

分法的初始值，从而抑制累积误差，提

升实时预警精度。

在算法执行层面，将数据集划分为

验证集、训练集以及测试集。在云端，

通过DBO算法对验证集进行超参数优

化，得到的最优参数组合赋于训练集的

BiLSTM-MHA 模型。达到最大训练轮

次后，输出并保持 BiLSTM-MHA 模

型，并通过测试集进行预测输出及评

价。此后，通过AUKF算法将边端AHI

的 SOC 估计值共同融合校正，此后将

校正值反馈至边端，模型计算流程如图

5所示。

锂电池数据集

（模拟边端采集）

验证集 训练集 测试集

构建BiLSTM-

MHA模型

DBO

优化算法

训练BiLSTM-

MHA模型

达到

最大训练轮次

保持BiLSTM-

MHA模型

BiLSTM-

MHA模型

预测输出及

评价

AHI算法

SOC预测

AUKF算法

SOC校正

开始

边端执行

云端执行
反
馈
校
正

信息
融合

否

是

 

图5　AHI-混合神经网络-AUKF的云边

协同模型计算流程

Fig. 5　Calculation process of AHI-

hybrid neural network-AUKF cloud edge 

collaboration model
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2　实验与评价

2.1 数据集描述及评价

为强化工况验证效果并提升模型在

矿用NEVs常规场景下的适用性，实验

选取 US06、FUDS 和 DST 三种工况进

行性能测试。其中，US06工况具有高

动态和大电流波动特征，可表征重载、

加速及坡道等运行状态；FUDS工况以

低速、频繁启停为特点，适用于模拟矿

用NEVs典型运行模式；DST工况可反

映脉冲负载下的动态响应过程，用于验

证算法对复杂电流变化的适应能力。模

拟过程将 10 ℃、25 ℃的 US06 工况按

8：2 的比例划分为训练集与验证集，

将0 ℃的FUDS工况及DST工况作为测

试集，测试集电池状态参数变化曲线如

图6所示。

为客观评价模型性能，引入平均绝

对误差 EEMAE、均方误差 EEMSE、均方根

误差 EERMSE以及决定系数 R2这 4 个评价

指标对模型进行综合衡量。

2.2 云端混合神经网络模型对比

实验

为验证云端混合神经网络模型主要

架构 （BiLSTM-MHA） 估算性能，将

其与 Transformer, LSTM, BiLSTM 进行

性能对比，性能表征如表 1、表 2

所示。

由表 1，2 可知，在 FUDS 工况和 

DST 工况下对比各模型的估算性能，

BiLSTM模型整体表现优于Transformer

和 LSTM 模型；在此基础上，引入

MHA后BiLSTM-MHA模型进一步增强

了特征表征能力，表现出更高的估算精

度和更优的模型性。

0 2 000 4 000 6 000

0.0

0.5

1.0

0

1
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3

4

-6

-4

-2

0
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4

6
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FUDS工况，0 
 电荷状态
 电压
 电流

电
压
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电
流
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电
荷
状
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（a）　0 ℃ FUDS工况
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流
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荷
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 电压
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（b）　0 ℃ DST工况

图6　测试集电池状态参数变化曲线

Fig. 6　 Variation curves of battery state 

parameters in the test set

表1　FUDS工况下模型性能对比

Table 1　Comparison of model 

performance under the FUDS operating 

condition

模型

Transformer

LSTM

BiLSTM

BiLSTM-MHA

EMAE/%

0.91

0.62

0.51

0.46

EMSE/%

0.0158

0.0071

0.0052

0.0041

ERMSE/%

1.26

0.85

0.72

0.64

R2

0.998 12

0.999 15

0.999 38

0.999 51
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在此基础上，将 BiLSTM-MHA 的

超参数组合（学习率，神经元数，注意

力头数，正则化系数）进行优化处理，

分别将灰狼优化算法 （GWO） [24]、哈

里斯鹰优化算法（HHO） [25]与 DBO 算

法与BiLSTM-MHA混合模型组合并进

行性能对比，迭代次数均设置为 30，

将随机种子固定为 0。FUDS 工况下，

性能表征如表3所示。DST工况下，性

能表征如表4所示。

由表 3、表 4 可知，相较于 GWO、

HHO算法，DBO算法对BiLSTM-MHA

超参数组合的寻优效果最佳。在FUDS

工况下，其性能指标 EEMAE 为 0.36%；

EMSE 为 0.002 5%；ERMSE 为 0.50%；R2 为

0.999 700。在 DST 工况下，其性能指

标 EMAE 为 0.40%； EMSE 为 0.003 2%；

ERMSE为 0.57%；R2为 0.999 62，各项指

标均有不同程度提升。同时，通过在不

同工况下的测试验证，结果表明，

DBO-BiLSTM-MHA云端模型具有较佳

的鲁棒性和泛化性。

为验证温度对模型的影响，以

US06 工况为例，在将 10 ℃、25 ℃的

US06工况划分为训练集与验证集基础

上，通过 0 ℃的US06工况进行模型测

试，测试结果如表5所示。

由表 5 可知，在不同温度的 US06 

工况下，DBO-BiLSTM-MHA模型的各

项性能指标均优于其他两种模型，表明

该模型在不同温度条件下具有较强的鲁

棒性。

表2　DST工况下模型性能对比

Table 2　Comparison of model 

performance under the DST operating 

condition

模型

Transformer

LSTM

BiLSTM

BiLSTM-MHA

EMAE/%

0.87

0.68

0.58

0.52

EMSE/%

0.0161

0.0090

0.0069

0.0055

ERMSE/%

1.27

0.95

0.83

0.74

R2

0.998 10

0.998 93

0.999 18

0.999 34

表4　DST工况下模型性能对比

Table 4　Comparison of model performance under the DST operating condition

模型

GWO-BiLSTM-MHA

HHO-BiLSTM-MHA

DBO-BiLSTM-MHA

EMAE/%

0.44

0.43

0.40

EMSE/%

0.004 5

0.003 7

0.003 2

ERMSE/%

0.67

0.61

0.57

R2

0.999 47

0.999 57

0.999 62

表3　FUDS工况下模型性能对比

Table 3　Comparison of model performance under the FUDS operating condition

模型

GWO-BiLSTM-MHA

HHO-BiLSTM-MHA

DBO-BiLSTM-MHA

EMAE/%

0.39

0.39

0.36

EMSE/%

0.003 9

0.003 0

0.002 5

ERMSE/%

0.58

0.54

0.50

R2

0.999 600

0.999 765

0.999 700
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2.3 DBO-BiLSTM-MHA 云 端 算

法消融实验

为验证DBO-BiLSTM-MHA云端模

型各模块的必要性，进行了消融实验。

实验对比 LSTM、BiLSTM、BiLSTM-

MHA 以及 DBO-BiLSTM-MHA 这 4 种

模型的预测结果。在 FUDS 工况下和

DST 工况下，消融实验结果分别如图

7、图8所示。

由图 7、图 8 可知，使用 LSTM 模

型进行SOC估算时，其计算性能较差。

采用引入双向处理机制的BiLSTM模型

可有效结合双向信息流，相较于LSTM

模型，其计算性能大幅提升。在FUDS

工况下，估算结果性能指标EMAE、EMSE、

ERMSE 由 0.65%、0.008 1%、0.90%、分

别降低至0.51%、0.005 3%、0.73%；R2

由 0.999 04 提升至 0.999 37。在 DST 工

况下，估算结果性能指标 EMAE、EMSE、

ERMSE由 0.71%、0.009 6%、0.098%、分

别降低至 0.57%、0.006 9%、0.083%；

R2由 0.999 04 提升至 0.999 19。当使用

DBO算法对BiLSTM-MHA模型超参数

组合进行寻优时，会得到最佳参数组

合，由此进一步提升模型性能。

为验证模型的必要性及鲁棒性，进

一步分析模型在固定随机种子为 42 时

的结果，各模型指标如表6所示。

由以上消融实验结果分析可得，云

端混合神经网络模型中，BiLSTM、

MHA 以及 DBO 在 SOC 估算中具有一

定的必要性，且结果具有一定的鲁

棒性。

2.4 基 于 AHI- 混 合 神 经 网 络

-AUKF 的云边协同估计实验

结果分析

通过对比实验及消融实验，将性能

较优的DBO-BiLSTM-MHA模型进行云

边融合以实现 SOC 的校正。模型将边

端 AHI 估算结果与云端混合神经网络

模型通过 AUKF 进行融合校正。在

FUDS工况下，SOC估算误差如图 9所

示；在 DST 工况下，SOC 估算误差如

图 10 所示， 2 种工况性能指标对比

见表7。

由图9、图10可知，通过云边融合

后的 SOC 校正，预测结果波动更小，

绝对误差亦大幅降低，预测值与真实值

更加贴合。由表 7可知，在FUDS工况

和 DST 工 况 下 ， 其 性 能 指 标 EMAE、

EMSE、 ERMSE 均有所下降， R2 均有所

提升。

表5　US06工况下模型性能对比

Table 5　Comparison of model performance under the US06 operating condition

模型

GWO-BILSTM-MHA

HHO-BILSTM-MHA

DBO-BILSTM-MHA

EMAE/%

0.35

0.35

0.33

EMSE/%

0.002 4

0.002 2

0.001 9

ERMSE/%

0.49

0.47

0.44

R2

0.999 71

0.999 74

0.999 77
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3　结 论

为提高矿用场景下 SOC 的估算精

度，提出了一种云边协同的 SOC 估计

算法，并通过 US06 工况、FUDS 工况

及 DST 工况对算法进行验证，得到如

下主要结论。

（1） 提 出 的 云 端 DBO-BiLSTM-

MHA混合神经网络模型，具备较优的

性能，在 FUDS 工况下， R2 达到了

0.999 70；在 DST 工况下，R2 达到了

0.999 62。

（2） 提出的 AHI- 混合神经网络

-AUKF 的云边协同模型，进一步提高

了 SOC 的估算精度，在 FUDS 和 DST

工 况 下 ， R 2 分 别 达 到 了 0.999 89、
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（b）　FUDS工况下SOC估算性能指标

图7　FUDS工况下消融实验结果

Fig. 7　Results of algorithms under FUDS operating conditions

13



西 安 交 通 大 学 学 报 第 XX 卷

0.999 86。 在 FUDS 和 DST 工 况 下 ，

EMAE 和 ERMSE 分别降至 28.5% 和 37.9%、

26.9%和39.4%。

（3）通过不同的工况对比，证明提

出的云边协同模型具备泛化性及鲁棒

性，云边融合框架可为提高矿用车辆

SOC预测精度提供工程应用思路。
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（b）　DST工况下SOC估算性能指标

图8　DST工况下消融实验结果

Fig. 8　Results of algorithms under DST operating conditions
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表6　随机种子为42时模型性能评价(单位：with random seed of 42)

Table 4　Models performance evaluation

测试工况

FUDS工况

DST

工况

US06

工况

模型

LSTM

BiLSTM

BiLSTM-

MHA

DBO-BiLSTM-MHA

LSTM

BiLSTM

BiLSTM-

MHA

DBO-BiLSTM-MHA

LSTM

BiLSTM

BiLSTM-

MHA

DBO-BiLSTM-MHA

EMAE/%

0.62

0.51

0.46

0.41

0.68

0.58

0.52

0.28

0.67

0.51

0.42

0.27

EMSE/%

0.007 1

0.005 2

0.004 1

0.003 7

0.009 0

0.006 9

0.005 5

0.001 6

0.007 8

0.005 0

0.003 4

0.001 3

ERMSE/%

0.85

0.72

0.64

0.61

0.95

0.83

0.74

0.39

0.88

0.71

0.58

0.35

R2

0.999 15

0.999 38

0.999 51

0.999 56

0.998 93

0.999 18

0.999 34

0.999 82

0.999 06

0.999 39

0.999 59

0.999 85
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图9　FUDS工况下模型误差对比结果

Fig. 9　Results of algorithms under 

FUDS operating conditions
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图10　DST工况下模型误差对比结果

Fig. 10　Results of algorithms under 

DST operating conditions
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