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全局线性建模方法

田润泽 1，2，3，寇鹏 1，2，3，武义琨 1，2，3，张智豪 1，2，3，张远航 1，2，3，
王若涛4，郝守礼4，梁得亮 1，2，3

（1.西安交通大学电气工程学院，710049，西安；2.西安交通大学陕西省智能电网重点实验室，

710049，西安；3.西安交通大学电工材料电气绝缘全国重点实验室，710049，西安；

4.北京京能国际控股有限公司北方分公司，010000，呼和浩特）

摘要：针对风电机组复杂的非线性动态特性阻碍了面向模型预测控制的机组建模，以及现有非线

性和局部线性建模方法在模型复杂度和精度方面存在局限性等问题，提出了一种风电机组全局线

性建模方法。基于 Koopman 算子理论和深度学习技术，设计了状态空间映射神经网络；建立了该

网络的训练策略，其特点在于包含一个基于 Frobenius 范数的正则化项，用以提升所得模型的长期

预测精度；通过数据驱动的方式训练所提网络，从而建立起风电机组的高维全局线性动态模型。仿

真验证结果表明：所提方法下，风轮转速和桨距角的预测误差分别为 0.86 9%和 0.026%，远低于 3
种对比方法；与局部线性动态模型相比，基于所建高维全局线性动态模型的风电场模型预测控制策

略使机组风轮转速跟踪误差和越限程度分别降低了 9 2.58%和 9 5.85%。研究结果可为面向模型

预测控制的风电机组动态建模提供理论参考。
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Abstract：To address the challenges posed by the complex nonlinear dynamics of wind turbines in model
predictive control （MPC）-oriented modeling，as well as the limitations of existing nonlinear and local
linear modeling methods in terms of model complexity and accuracy，a global linear modeling method for
wind turbines is proposed.Based on Koopman operator theory and deep learning techniques，a state-
space mapping neural network is designed.A training strategy incorporating a Frobenius norm-based
regularization term is developed to enhance the long-term prediction accuracy of the established model.
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Through data-driven training of the proposed network，a high-dimensional global linear dynamic
model of the wind turbine is established.Simulation results demonstrate that the prediction
errors for rotor speed and pitch angle are 0.86 9% and 0.026%，respectively，which are significantly
lower than those of the three comparative methods.Compared with the local linear dynamic model，the
wind farm MPC strategy based on the established high-dimensional global linear dynamic model reduces
the rotor speed tracking error and overshoot by 92.58% and 95.85%，respectively.The findings provide
a theoretical reference for MPC-oriented dynamic modeling of wind turbines.
Keywords：wind turbine；Koopman operator theory；deep learning；global linear modeling；model

predictive control

  风力发电作为发展最快、最具竞争力的新能源

发电技术之一，其装机容量逐年上升[1]。然而，由于

风电具有随机性和波动性特征，大规模风电接入后，
电力系统的安全稳定运行面临严峻挑战[2]。在风电

场层面，构建高效、可靠的模型预测控制（model
predictive control，MPC）策略，实现风电场的有功

功率控制以及电力系统频率支撑等目标，是应对这

一挑战的重要途径[3]。
构建上述控制策略的一个先决条件，是建立能

够准确刻画风电机组动态，且能够适配 MPC 计算

复杂度的风电机组动态模型。该模型的纳入，将使

风电场 MPC 策略能够充分考虑其内部各个机组的

运行状态差异以及动态特性，从而达成更好的控制

效果[4]。然而，风电机组动态具有复杂的非线性特

征，为构建这一模型带来了阻碍。
在现有相关研究中，风电机组的动态建模思路

主要可分为两类。第一类为非线性建模思路，例如

文献[4-7]建立了机组的非线性动态机理模型，文献

[8-9]采用数据驱动的方式，利用神经网络开展了风

电机组的非线性建模研究。第二类为局部线性化建

模思路[10-14]，此类模型的建立通常包含两个步骤：
首先，根据风电机组的物理机理，构建其非线性模

型；随后，在机组的稳态工作点附近，对所建模型进

行一阶泰勒展开，从而得到相应的局部线性模型。
综合来看，非线性模型虽相较局部线性模型具

有更高的精度，但非线性特性使其无法适用于构建

易于在线求解的线性 MPC 策略。例如，文献[4-9]
中构建的风电场控制策略均为非线性 MPC 策略，
其对应的优化问题也是难以在线求解的非凸优化问

题，这 限 制 了 其 在 工 程 中 的 应 用。局 部 线 性 模

型[10-14]虽能应用于构建线性 MPC 策略，但此类模

型仅在特定工作点附近准确。在实时控制应用中，
模型精度的不足可能引发模型失配问题。文献[13-
14]在多个稳态工作点处分别构建局部线性模型，并
建立多个对应 MPC 控制器来解决该问题，但这一

做法可能会导致实时控制过程中控制器的频繁切

换，从而给控制系统的整体稳定性带来隐患。
由以上讨论可知，在风电场的模型预测控制研

究中，如何建立兼具较高精度和较低复杂度的风电

机组全局线性动态模型，是一个亟待解决的关键问

题。一方面，全局线性动态模型的线性特性，将使其

能够应用于构建易于在线求解的线性 MPC 策略；
另一方面，全局线性动态模型的全局性，能够避免因

工作点变化所引发的模型失配，以及多模型 MPC
所伴随的控制器频繁切换问题。

Koopman 算子理论[1 5]为构建这一全局线性动

态模型提供了基本的理论框架。该理论表明，可将

非线性系统所固有的非线性动态，通过状态空间的

升维映射，转化为高维空间内的全局线性动态，从而

构建该非线性系统的高维全局线性动态模型。然而

遗憾的是，目前基于 Koopman 算子理论开展的风

电机组全局线性建模研究尚十分有限，文献[16-1 7]
是 为 数 不 多 的 研 究 报 道。这 两 项 研 究 均 以

Koopman 算子理论为依据，采用扩展动态模态分解

（extended dynamic mode decomposition，EDMD）
算法，构建了风电机组的全局线性动态模型。该方

法是风电机组 Koopman 高维全局线性动态建模研

究的先驱探索，但因其需要人工选取升维映射函数，
故而难以避免主观性和经验性。如选取的升维映射

函数不合适，将大幅度降低所建立模型的准确性。
为解决上述问题，本文提出了一种基于 Koopman

算子理论和深度学习技术的风电机组全局线性建模

方法。基于 Koopman 算子理论，设计了状态空间

映射神经网络。该网络由实现风电机组状态空间升

维映射的升维模块，以及实现风电机组高维状态线

性递推的递推模块构成。设计训练策略，对上述两

类模块进行统一训练，由此得到升维映射函数，以及

与之相对应的风电机组高维全局线性动态模型。特

别地，在训练过程中，设计了一种基于 Frobenius 范
数的正则化项，用于提升所得模型的长期预测精度。
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所提方法的主要特点在于：一方面，以 Koopman 算

子理论为基础，保证了所得模型的全局线性特征；
另一方面，利用神经网络的非线性映射能力，以纯

数据驱动的方式表征机组状态空间的升维映射，
从而避免了人工选择升维映射函数时的主观性和

经验性。

1 风电机组非线性动态建模

通过捕 获 风 能，风 电 机 组 获 取 的 机 械 转 矩

Tm 为

Tm = 0.5πρR 2v 3C p（λ，β）/ωr （1）
式中：ρ为空气密度；R 为风电机组风轮半径；v 为有

效风速；β为桨距角；ωr 为风轮转速；λ为叶尖速比，λ
=ωrR/v；C p 为风能利用系数，是λ和β的非线性函

数，可表示为

C p（λ，β）=

c 1 c 2 1
λ+ 0.08β

- 0.035
β3+ 1( )-c 3β-c 4βc 5-c 6( )·

exp -c 7 1
λ+ 0.08β

- 0.035
β3+ 1( )( ) （2）

式中：c 1 ～ c 7 为常数，具体取值与机组型号有关。
捕获的风能通过传动链输送至发电机。根据文

献[18]，考虑柔性特征后，可将传动链轴系的动态表

示为

J ṙωr =Tm-K sψ-K v̇ψ
J ġωg = （K sψ+K v̇ψ）/ηg -T g
ψ̇=ωr-ωg/ηg

㊣

㊣
㊣

——
—— （3）

式中：ηg 为齿轮箱传动比；T g 为发电机转矩；ωg 为

发电机转速；J r 为风轮的转动惯量；J g 为发电机的

转动惯量；K s 为传动链轴系的刚度系数；K v 为传动

链轴系的阻尼系数；ψ为传动链轴系的角位移。
由于风电机组中电力电子变流器的响应速度远

快于机械部分的响应速度，所以可近似认为风电机

组输出的有功功率等于其参考值 P refe [4]。因此，机组

的发电机转矩可以表示为

T g = P refe /ωr （4）
机组的桨距角动态可表示为以下一阶系统[1 9]

β=
1

1+sT p
βref （5）

式中：T p 为执行机构时间常数；βref 为桨距角参考值。

2 基于 Koopman 算子理论的风电

机组全局线性建模问题描述

  根据第 1 节中的风电机组动态建模，机组动态主

要包括传动链轴系动态和桨距角动态。对于式（3）所
示的传动链轴系动态，其状态量分别为风轮转速ωr、

发电机转速ωg 和传动链轴系的角位移ψ。同时，根据

式（1）、（3）、（4），该动态的输入量包含有效风速 v 和

有功功率参考值 P refe 。对于式（5）所示桨距角动态，
状态量为桨距角β，输入量为桨距角参考值βref。

综上分析，从构建风电场 MPC 策略的角度出

发，可将风电机组的动态概括为状态空间模型

[-x k+1]= f（-x k，-u k）
-x k = [ωr，k，ωg，k，ψk，βk]T；-u k = [P refe，k，βref

k ，v k]T{
（6）

式中：-x 和-u 分别表示风电机组原始空间内的状态

量和输入量；f 为状态转移函数；下标 k 表示对应变

量在第k 时刻的取值。由式（1）～（3）可知，该模型为

非线性动态模型，非线性主要源于风电机组传动链

动态和风能利用系数的复杂非线性特征。因此，该
模型无法用于构建线性 MPC 策略。

Koopman 算子理论[1 5]为解决这一问题提供了

基本的理论框架。根据该理论及其在控制领域的拓

展[20]，可以通过一个升维映射函数，将非线性系统

在原始空间内所固有的非线性动态，升维映射为高

维空间内的全局线性动态，从而建立起该非线性系

统的全局线性动态模型。利用该理论构建风电机组

高维全局线性动态模型的过程可表示为

z k = g *（-x k）；z k+1 = A*z k +B*-u k （7）
式中：g * 表示升维映射函数，该函数将风电机组的

状态量从原始空间映射至高维空间；z k ∈ ℝN 表示

由升维模块得到的风电机组 N 维升维状态；A* ∈
ℝN×N 和B * ∈ℝN×m 分别表示风电机组高维全局线

性动态模型的状态转移矩阵和输入矩阵。
尽管 Koopman 算子理论为构建风电机组全局

线性动态模型提供了理论框架，但要最终实现这一

目标，还需要设计一种建模方法来搜寻 g *、A* 以及

B*。如引言所述，文献[16-1 7]利用 EDMD 算法为

该搜寻提供了一种可行方案。然而，该方案需要人

工选取升维映射函数，这增加了建模的主观性与经验

性，从而限制了模型精度。为此，本文在 Koopman 算

子理论的框架下，利用深度学习技术，提出了一种风

电机组全局线性建模方法。

3 风电机组深度 Koopman 全局线性

建模方法

3.1 状态空间映射神经网络结构

本文所设计的状态空间映射神经网络总体结构

如图 1 所示。该网络主要包含升维模块和递推模块

这两类模块。
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图 1 状态空间映射神经网络

Fig.1 State-space mapping neural network

3.1.1 升维模块

升维模块通过表征风电机组原始状态和高维状

态间的升维映射关系，实现对升维映射函数的拟合，
具体设计流程如下。

（1）明确模块的输入。根据 Koopman 算子理

论，该输入应该包含原始空间内风电机组的状态-x。
此外，如第 2 节所述，风电机组动态的非线性特征除

了来自于非线性的传动链动态外，还来自风能利用

系数 C p 这一非线性函数。该函数的自变量除了包含

已纳入升维模块输入的风轮转速ωr 和桨距角β外，
还包含风轮处的有效风速 v。因此，为了在状态升维

过程中充分考虑风电机组动态的非线性特征，将风

轮处的有效风速 v 也添加至升维模块的输入。至此，
升维模块的输入 x k 可表示为

x k = [-x k，v k]= [ωr，k，ωg，k，ψk，βk，v k]T

（8）

  （2）对升维模块的结构进行设计。为避免人工

选择升维映射函数的主观性和经验性，本文选取具

有万能近似能力的神经网络作为升维模块的主要组

成部分，即图 1 中的升维网络。进一步地，选取多层

感知机（multilayer perceptron，MLP）作为升维网

络中所采用的具体神经网络框架。选择原因在于，

MLP 的输入与输出特征均为向量结构，能够表征风

电机组原始状态向量和高维状态向量间的复杂非线

性映射关系。同时，MLP 具有较低的计算复杂度。
至此，升维网络可表示为

φk = [φ1，k，φ2，k，φ3，k，…，φM，k]T = gMLP（x k；θ）
（9）

式中：gMLP 表示升维网络的正向运算过程；θ表示升

维网络中的可训练参数；φk ∈ ℝM 表示基于升维网

络得到的M 维升维状态，该状态是风电机组升维状

态的主要组成部分。
若风电机组的升维状态均由升维网络以黑箱映

射的方式生成，所得机组全局线性动态模型将缺乏

物理可解释性，从而难以用于构建风电场 MPC 策

略。参考现有研究[1 6-1 7，20]，除升维网络外，本文还

在升维模块中引入了两个恒等映射机制，将风轮转

速和桨距角这两个风电机组的被控状态直接纳入升

维状态中。最终，升维模块可表示为

z k = g（x k；θ）= [ωr，k，βk，gMLP（x k；θ）]T

（10）
式中：g 表示升维模块的运算过程。

根据本小节内容可知，所提状态空间映射神经

网络是参考式（1）～（5）所示的水平轴风电机组通用

动态物理机理设计的。因此，该神经网络适用于各

型号水平轴风电机组的动态建模。
3.1.2 递推模块

递推模块通过表征风电机组升维状态在高维空

间内的线性递推，实现对机组高维全局线性动态模

型的拟合。如图 1 所示，所提状态空间映射神经网

络中包含 T 个递推模块，可具体表示为

ẑ k+j = Az k+j-1 +Bu k+j-1，j = 1
ẑ k+j = Âz k+j-1 +Bu k+j-1，j = 2，…，T{

（11）
式中：̂z 为递推模块对风电机组升维状态的预测值；
A ∈ℝN×N、B ∈ℝN×4 为递推模块中的待训练参数，
分别用于拟合机组高维全局线性动态模型中的状态
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转移矩阵和输入矩阵；u k 为第 k 时刻机组高维全局

线性动态模型的输入，具体表示为

u k = [P refe，k，βref
k ，v k，v k+1] （12）

可以注意到，相较于式（6）所示的风电机组非线性动

态模型输入，式（12）中额外包含了 k + 1 时刻的有效

风速v k+1。作用在于，提供准确预测̂ z k+1 所需的 k+ 1
时刻的有效风速信息。

综合 3.1.1 和 3.1.2 小节可知，所提状态空间

映射神经网络具有简单的网络结构。具体而言，该
网络包含 3 个待训练部分，即升维网络、待训练矩

阵A 和待训练矩阵B。其中，升维网络采用具有低计

算复杂度的MLP构建，而待训练矩阵A 和B 则可视

为基础的全连接层。该结构能够有效降低利用所提

网络构建高维模型时的计算负担。
3.2 状态空间映射神经网络训练策略

状态空间映射神经网络的训练策略如图 2 所示。
在该训练策略中，损失函数由两部分构成。第一部分

以数据驱动的方式，保证风电机组高维全局线性动态

模型在T 步时域迭代中的精度，可具体表示为

L pre =∑
T

j = 1
l j；l j = 1

2N ‖̂z k+j -z k+j‖2
2 （13）

式中：L pre 为状态空间映射神经网络损失函数的第

一部分；l j 为模型在第 j 步预测中的预测误差。

图 2 状态空间映射神经网络的训练策略

Fig.2 Training strategy of the state-space mapping neural
network

此外，根据文献[21]可知，在利用 Koopman 算子

理论构建离散高维全局线性动态模型时，可通过约束

该模型的状态转移矩阵，使其谱半径小于 1，来提升

该模型的数值稳定性。数值稳定性的提升能够有效

降低模型在长时间跨度迭代过程中的累积误差，从而

提升其长期预测精度[21]。对于所建风电机组高维全

局线性动态模型而言，长期预测精度是指，模型对未

来长时间跨度的机组状态进行滚动预测时的准确性。
实现上述约束的直接做法为，将损失函数的第

二部分 L sta 设计为 L sta = max（0，ρ（A）- 1）。式中：

ρ（A）表示矩阵A 的谱半径。然而，由于A 与ρ（A）之

间的函数关系在光滑性上无法得到严格保障，所以

这一设计将导致训练 过 程 在 计 算 梯 度

Δ

AL sta =Δ

Aρ（A）时，出现严重的数值问题，从而使状态空间

映射神经网络的训练无法顺利进行。
为解决该问题，本文利用“矩阵谱半径不大于其

Frobenius 范数”的性质，得到ρ（A）的上界，即

ρ（A）≤ ‖A‖F = ∑
N

i= 1
∑
N

j = 1
A 2i，j （14）

式中：‖A‖F 表示矩阵 A 的 Frobenius 范数。A 与

‖A‖F 间的函数关系如下：除在 A 为全零矩阵处

外，其余部分均严格光滑。基于该性质，本文设计

了训练策略中损失函数的第二部分

L sta = max（0，‖A‖F- 1） （15）
值得注意的是，A 与‖A‖F 间的函数关系在A 为全

零矩阵处的不光滑性不会为训练带来数值问题。原
因在于，当 A 为全零矩阵时，

Δ

AL sta =

Δ

A 0 = 0。
至此，状态空间映射神经网络的训练可表示为

以下优化问题

min
θ，A，B

（L pre+L sta） （16）

  该优化问题可以利用 Adam 算法[22]进行迭代

求解，从而构建起风电机组升维映射函数

z k = g *（x k）= g（x k；θ*）=
[ωr，k，βk，gMLP（x k；θ*）] （17）

及其对应的高维全局线性动态模型

z k+1 = A*z k +B*u k （18）
式中：θ*、A*、B* 分别为状态空间映射神经网络中

待训练参数θ、A、B 的训练结果。
结合式（17）、（18）可知，所得机组高维全局线性

动态模型能够以线性的方式刻画机组风轮转速和桨

距角的动态。因此，该模型可直接在风电场 MPC
策略中，为这两个状态的精细化控制提供预测模型

支撑，无需开展额外的状态筛选或逆映射。
值得注意的是，在基于模型（18）构建风电场

MPC 策略时，可采用紧凑形式，以避免模型高维特

性导致的 MPC 策略计算复杂度的增加。对于该结

论，文献[20]给出了详细证明。
根据 Koopman 算子理论可知，准确无误地实

现非线性动态的全局线性表达，往往需要线性模型

的维度达到无限维。然而，出于实用性考虑，所提方

法构建的模型为该无限维模型的高维近似，这使得

所提方法存在理论建模误差。

4 算例分析

4.1 风电机组高维全局线性动态模型的准确性验证

利用丹麦奥尔堡大学开发的 SimWindFa-rm 工
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具箱[23]，搭建 NREL 5 MW 风电机组仿真平台[24]，
该机组的具体参数如表 1 所示。利用从位于锡林郭

勒的风电场获取的风速数据，通过该仿真平台，收集

机组运行数据，构建机组运行数据集。该数据集中

包含 2 1 000 个时刻的机组运行数据。其中，参考文

献[25]，本文将相邻两时刻的时间间隔设置为 0.1 s。
在该时间间隔下，所建风电机组高维全局线性动态

模型能够有效捕捉机组传动链轴系和桨距角执行机

构的暂态响应过程。进一步地，将上述运行数据中

的前 1 6 000 个时刻选为训练集，用于训练状态空间

映射神经网络，从而建立风电机组高维全局线性动

态模型。后 5 000 个时刻作为测试集，用于测试所得

模型的精度。此外，采用网格搜索法确定了状态空间

映射神经网络的超参数，如表 2 所示。
表 1 NREL 5 MW 风电机组参数

Table 1 Parameters of NREL 5 MW wind turbine

参数 数值

齿轮箱传动比ηg 9 7

发电机转动惯量 J g/（kg·m2） 534.1 1 6

风轮转动惯量 J r/（kg·m2） 35 444 06 7

传动链轴系刚度系数 K s 86 7 6 3 7 000

传动链轴系阻尼系数 K v 6 2 1 5 000

空气密度ρ/（kg·m-3） 1.223 1

风轮半径 R/m 63

桨距角执行机构时间常数 T p 0.1

桨距角最大值βmax/（°） 90

桨距角最小值βmin/（°） 0

额定有功功率/MW 5

切入风轮转速ωr，ci/（rad·s-1） 0.722 6

额定风轮转速ωr，rated/（rad·s-1） 1.267 1

表 2 状态空间映射神经网络的超参数

Table 2 Hyperparameters of the state-space mapping
neural network

超参数 数值

升维网络层数 5

升维网络输入层神经元数 5

升维网络隐层神经元数 64

升维网络输出层神经元数 64

递推模块数 20

可训练矩阵 A 维度 6 6×66

可训练矩阵 B 维度 6 6×4

学习率 1 0-4

批量大小 2 5 6

  为了验证本文所提基于深度学习的风电机组

Koopman 全局线性建模方法的先进性，算例分析将

其与基于 EDMD 算法的 Koopman 全局线性建模方

法进行对比。根据人工选取升维映射函数时采用的

方式，将对比方法进一步划分为以下两类：第一类方

法为传统 EDMD 方法，其直接利用高斯基函数、多
调和基函数等常见基函数构成升维映射函数；第二

类为文献[16-1 7]中提出的特殊设计的动态模型分

解方法（SDMD）方法。相较于传统 EDMD 方法，该
方法在人工选择升维映射函数时参考了机组动态机

理，从而在一定程度上降低了选择过程的主观性与

经验性。
在测试集上开展多组预测时域为 60 s（即 600

步）的风电机组风轮转速和桨距角预测，来验证各个

建模方法下，风电机组高维全局线性动态模型的精

度。该预测的具体方式为：给定第 0 时刻的升维模

块输入 x 0 以及 0 ～ 5 9 9 时刻的高维全局线性动态模

型输入{u k|k = [0，59 9]}，利用该模型，以滚动预

测的方式，对 1～600 时刻的风电机组转速和桨距角

进行预测。选择风轮转速和桨距角作为预测对象的

原因在于：风电场 MPC 控制器需要对这两个状态

量进行控制和约束，以保障机组运行安全、提升机组

动态性能。
本文选取平均绝对百分比误差（mean absolute

percentage error，MAPE）来量化模型的预测精度。
表 3 列出了各方法所建模型在测试集上的 MAPE
均值μ和标准差σ。表中：传统 EDMD-G 和传统

EDMD-P 方法分别表示由高斯基函数和多调和基

函数构成升维映射函数的 EDMD 方法；r 和 p 分别

表示风轮转速预测和桨距角预测的 MAPE。
表 3 风电机组状态预测结果

Table 3 Wind turbine state prediction results

方法 μ（r）/% σ（r）/% μ（p）/% σ（p）/%
所提方法 0.86 9 0.1 75 0.026 0.003

SDMD 3.043 1.37 1 0.086 0.01 6
传统 EDMD-G 6.310 2.033 0.068 0.014
传统 EDMD-P 5.704 2.182 0.070 0.014

根据表 3 可知，在所提方法下，μ（r）和μ（p）分

别为 0.86 9%和 0.026%，显著低于对比方法。这表

明所提方法构建的风电机组高维全局线性动态模型

具有更高的风轮转速和桨距角预测精度。同时，所
提方法的σ（r）和σ（p）也明显更小。这表明所提方

法构建的模型对机组运行工况更具泛化能力。所提

方法具有上述优势的主要原因在于能够自动拟合并
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优化风电机组的升维映射函数，从而避免了人工选

择该函数时的主观性与经验性。

SDMD 方法虽然通过参考风电机组的动态特

性在一定程度上降低了人工选取升维映射函数时的

主观性与经验性，在建模精度和泛化性方面优于传

统 EDMD 方法。但是，该方法仍未摆脱对人工选取

升维映射函数的依赖，从而限制了其性能的进一步

提升。
值得注意的是，根据表 3 中的预测结果可知，在

各建模方法下，模型对桨距角的预测误差均显著低

于对风轮转速的预测误差。主要原因在于：桨距角

的动态较为简单，可视为线性动态；风轮转速的动态

具有复杂的非线性特征。
为直观展示各方法所建模型的风轮转速预测精

度，在图 3（a）和图 3（b）内，分别绘制了某一组风轮

转速预测的结果和误差。图 3（b）中预测误差的计

算公式为|̂ωr-ωr|，̂ωr 为风轮转速的预测值。
根据图 3（a）可知，整体来看，相较于其余 3 种

方法，所提方法下风轮转速的预测值曲线与真实值

曲线的贴合程度最高。根据图 3（b）可知，所提方法

下风轮转速的预测误差水平最低。这一结果直观体

现了所提方法在建模精度方面的优势。此外，在预

测时域为 0～10 s 时，所提方法构建的模型展现出

极低的预测误差。由于该时域范围覆盖了大多数风

电场 MPC 策略的预测时域，所以这一结果体现了

所建模型在主流风电场 MPC 策略中的应用潜力。
此外，如图 3（a）所示，在预测时域为 50～60 s，即对

应 500～600 步的滚动预测时，3 种对比方法下风轮

转速的预测值与真实值已出现较大偏差，而所提方

法给出的预测值仍能较好地贴合真实值。同时，根
据图 3（b）可知，在该预测时域区间内，所提方法的

风轮转速预测误差水平显著低于对比方法。这表明

所提方法在模型长期预测精度方面也具有明显优

势，能够更好地满足长预测时域风电场 MPC 策略

的需求。

（a）风轮转速预测结果

（b）风轮转速预测误差

图 3 某组风轮转速预测的结果及误差

Fig.3 Results and errors in a certain set of rotor speed

predictions

在实际的工程应用中，风速误差是不可避免的。
因此，需要分析风速误差对模型精度的影响。在离

线训练状态空间映射神经网络时，可以利用经验模

态分解和奇异谱分析等技术提取并去除历史风速序

列中的噪声成分[26-27]，从而大幅降低该风速误差对

训练的影响。然而，当风电场 MPC 策略利用机组

高维全局线性动态模型进行在线控制时，难以实时

消除风速误差。该误差主要会对模型的风轮转速预

测精度产生影响。为此，本文在风速误差范围[0.1，

1.0]m/s 内均匀选取 1 0 个误差等级，对各方法所

建模型的风轮转速预测精度展开验证，结果如图 4
所示。

（a）所提方法

 
（b）SDMD 方法

（c）传统 EDMD-P 方法

 
（d）传统 EDMD-G 方法

图 4 风速误差下不同方法所建模型的风轮转速预测误差

Fig.4 Prediction errors of models established by different

methods under wind speed errors

根据图 4 可知，各个方法下，模型的风轮转速预

测误差均随风速误差的增长呈上升趋势。尽管如
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此，在各风速误差等级下，所提方法的风轮转速预测

误差均显著低于对比方法。在风速误差达到 1 m/s
时，所提方法的μ（r）仅为 1.1 92%。该结果表明，
相较于对比方法，利用所提方法构建的机组高维全

局线性动态模型能够更好地应用于工程实际。
利用 NVIDIA RTX 4060Ti 显卡训练所提网络

的耗时约为 6.2 h。由于所提网络仅需在风电机组

动态特性发生较大变化时重新训练，而该变化通常

由机组老化引起，是以月为单位的缓慢过程，因此该

训练耗时能够满足实际应用的需求。

4.2 风电机组高维全局线性动态模型在风电场

MPC 策略中的效果

  在风电场 MPC 策略中，机组动态模型的主要

作用可归纳为：赋予这些策略对机组风轮转速的精

细化控制和约束能力，从而提升机组动态性能。
因此，通过以下方式评估所建风电机组高维全

局线性动态模型在风电场 MPC 策略中的有效性。
（1）基于所提模型构建了一种具有一般性的风

电场 MPC 策略，如图 5 所示。作为一种 MPC 策

略，该策略主要由预测模型、代价函数以及约束条件

3 部分构成。预测模型为利用所提建模方法构建的

风电机组高维全局线性动态模型，如式（18）所示，而
代价函数和约束条件则根据具体控制目标在第

4.2.1 和 4.2.2 小节中设计给出。在该策略下，风
电场 MPC 控制器通过协同控制风电场内各个机组

的有功功率输出与桨距角，在令风电场总有功功率

输出跟踪有功功率参考值的同时，对各个机组的转

速开展精细化控制与约束。

WT1～WT9—风电机组 1～9。

图 5 风电场 MPC 策略

Fig.5 MPC scheme for wind farm

  （2）分别量化分析风电场 MPC 策略对机组转

速的精细化控制和约束能力，从而评估所提机组高

维全局线性动态模型在各类风电场 MPC 策略中的

有效性。
方式（1）中有功功率参考值的来源在不同控制

场景下有所不同。由于本文的研究重点不涉及具体

的风电场控制策略，因此生成有功功率参考值如下

P refWF =αP avaiWF （19）

式中：P refWF 和 P avaiWF 分别为风电场有功功率参考值和

可捕获的最大风功率；α为功率比例系数。
为体现风电机组高维全局线性动态模型在建立

风电场 MPC 策略方面的优势，本文利用机组局部

线性动态模型构建了上述 MPC 策略。下文将基于

全局线性动态模型的策略简称为 GLM-MPC 策略，
将基于局部线性动态模型的策略简称为 LLM-MPC
策略。

利用 SimWindFarm 工具箱搭建了如图 5 所示

的被控风电场。该风电场内包含 9 台 NREL 5 MW
风电机组，相邻两台风电机组的纵向间隔为 600 m，
横向间隔为 400 m。根据该机组空间分布，利用

SimWindFarm 工具箱为该风电场生成含湍流和机

组尾流特征的风场。该风场中各机组的有效风速如

图 6 所示。

图 6 风电机组的有效风速

Fig.6 Effective wind speed of each wind turbine
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基于上述设置，本文选取 P refWF ＜ P avaiWF 和 P refWF ＞
P avaiWF 这两个典型控制场景，分别验证 GLM-MPC 和

LLM-MPC 策略的风轮转速精细化控制能力和精细

化约束能力。

4.2.1 控制场景 1：P refWF ＜ P avaiWF
该控制场景常见于风电场的有功功率控制，以

及电力系统高频事件时风电场的频率支撑控制。场

景特点在于充裕的风功率使机组的风轮转速具有较

高的灵活性。因此，该场景下将α设置为 0.7。
将 GLM-MPC 和 LLM-MPC 策略的控制目标

设置为：在保证风电场有功输出等于参考值的同时，
令各机组的风轮转速跟踪给定的转速参考曲线。该

目标对应的代价函数和约束条件如下

min
P ref，ie，k+h-1|k

，β
ref，i
k+h-1|k

J =∑
H

h= 1
∑
NWT

i= 1

（ωir，k+h|k -ωref，ir，k+h|k）2

（20a）

∑
NWT

i= 1
P ref，ie，k+h-1|k = P refWF，k+h-1|k，h = 1，2，…，H

（20b）

P e，min ≤ P ref，ie，k+h-1|k ≤ P e，max，
i = 1，2，…，N WT，h = 1，2，…，H （20c）

βmin ≤βi
k+h|k≤βmax，i = 1，2，…，

N WT，h = 1，2，…，H （20d）
式中：下标 k +h|k 表示基于 k 时刻可获取的信息

对 k +h 时刻变量的预测值；ωrefr 为机组风轮转速参

考值；P e，min 和 P e，max 分别为机组有功功率输出的最

小值和最大值；βmin 和βmax 分别为机组桨距角的最小

值和最大值；H 为 MPC 控制器的预测和控制时域；

N WT 为风电机组数量。
通过各机组对转速参考曲线的跟踪精度，评价

各策略的风轮转速精细化控制能力。本文引入平均

绝对误差（mean absolute error，MAE），来量化跟

踪精度。场景 1 下的 MAE 计算式为

E 1，i = 1
N T∑

NT

j = 1
ωir，j -ωref，ir，j （21）

式中：E 1，i 为场景 1 下，第 i 台机组的实际转速与转

速参考值间的 MAE；N T 为离散采样点的数量。
图 7 和图 8 分别展示了两策略下各个机组的

E 1，i，以及机组 WT1、WT4、WT7 的风轮转速曲线。
从图 7 可以看出，相较于 LLM-MPC 策略，在 GLM-
MPC策略下，各个机组的 E 1，i 均明显更小。同时根

据图 8 可知，在 GLM-MPC 策略下，机组 WT1、WT4、

WT7 的风轮转速曲线明显更贴合参考曲线。上述结

果表明，GLM-MPC策略相较于 LLM-MPC 策略具有

更加先进的机组风轮转速精细化控制能力。

图 7 各个风电机组的转速跟踪误差

Fig.7 Rotor speed tracking error of each wind turbine

（a）WT1 （b）WT2 （c）WT7
图 8 控制场景 1 下 WT1、WT4 和 WT7 的风轮转速曲线

Fig.8 Rotor speed curves of WT1，WT4， and WT7 in
control scenario 1

4.2.2 控制场景 2：P refWF ＞ P avaiWF
该场景常见于电力系统发生低频事件时，对常

态运行于最大功率点跟踪模式下的风电场开展的电

力系统频率支撑控制。场景特点在于，匮乏的风功

率使风电机组不得不释放转子动能，来实现风电场

对有功功率参考值的跟踪。此时，若不对风轮转速

加以约束，极易导致其向下越限。因此，该场景下将

α设置为 1.2。
将 GLM-MPC 和 LLM-MPC 策略的控制目标

设置为：在尽可能确保风电场总有功输出跟踪有功

功率参考值的同时，约束风轮转速，避免其向下越

限。该目标对应的代价函数和约束条件为

min
P ref，ie，k+h-1|k

，β
ref，i
k+h-1|k

J =∑
H

h= 1

（ξk+h-1|k）2 （22a）

∑
NWT

i= 1
P ref，ie，k+h-1|k +ξk+h-1|k =

P refWF，k+h-1|k，h = 1，2，…，H （22b）

ωr，min ≤ωir，k+h|k，h = 1，2，…，H，
i = 1，2，…，N WT （22c）

P e，min ≤ P ref，ie，k+h-1|k ≤ P e，max，i = 1，2，…，N WT，

h = 1，2，…，H （22d）

βmin ≤βi
k+h|k≤βmax，i = 1，2，…，N WT，

h = 1，2，…，H （22e）
式中：ωr，min 为机组转速下限；ξ为风电场有功功率输
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出的松弛变量。在机组的转子动能不足以支撑风电

场继续准确跟踪有功功率参考值时，该变量发挥作

用，对约束（22b）进行松弛，以确保控制策略有解。
同时，通过将该松弛变量添加至代价函数（22a），来
降低控制指令对约束（22b）的违反程度，使风电场

尽可能跟踪有功功率参考值。
通过平均绝对误差量，量化各控制策略下机组风

轮转速的越限程度，从而评价各策略对机组风轮转速

的精细化约束能力。场景 2 下的MAE计算式为

E 2，i = 1
N c∑

NT

j = 1
min（0，ωir，j -ωr，min） （23）

式中：E 2，i 为场景 2 下，第 i 台机组的转速跨越转速

下限后，与转速下限间的 MAE；ωr，min 为机组转速下

限；N c 为满足机组转速低于转速下限这一条件的离

散采样点数量。
图 9 和图 1 0 分别展示了两控制策略下各机组

的 E 2，i，以及机组 WT2、WT5 和 WT8 的风轮转速

曲线。图 9 中的结果表明，相较于 LLM-MPC 策

略，在 GLM-MPC 策略下，各机组的转速越限程度

均明显降低。根据图 1 0 可知，在 LLM-MPC 策略

下，机组的转速直接跨越了转速下限。在 GLM-
MPC 策略下，风轮转速在下跌至转速下限后，稳定

维持 在 了 该 下 限 附 近。上 述 结 果 表 明，相 较 于

LLM-MPC 策略，GLM-MPC 策略具有更加先进的

风轮转速精细化约束能力。

图 9 各个风电机组的转速越限程度

Fig.9 Rotor speed exceedance of each wind turbine

（a）WT2 （b）WT5 （c）WT8

图 1 0 控制场景 2 下 WT2、WT5 和 WT8 的风轮转速曲线

Fig.10 Rotor speed curves of WT2，WT5，and WT8 in

control scenario 2

综合 4.2.1 和 4.2.2 小节中的验证结果可知，
相较于 LLM-MPC 策略，GLM-MPC 策略在风轮转

速精细化控制和精细化约束方面，均存在明显优势。
该优势可具体归因于 GLM-MPC 中所采用的风电

机组高维全局线性动态模型。相较于 LLM-MPC
策略仅在特定工作点附近准确的局部线性模型，该
模型能够在多变的风速和机组运行工况下保持准

确，从而能够更好地支撑 GLM-MPC 策略的控制

决策。
在利用 Intel i5-10400F 处理器求解控制策略

时，在控制场景 1 下，GLM-MPC 和 LLM-MPC 策

略的平均求解时间分别为 0.027 8 s 和 0.023 5 s；在
控制场景 2 下，分别为 0.006 5 s 和 0.005 1 s。该结

果表明，所建模型的高维特性并不会显著增加 MPC
策略的在线求解时间，从而保障了其在模型预测控

制中的实用性。

5 结 论

本文在 Koopman 算子理论的基础上，利用深

度学习技术，提出了一种风电机组全局线性建模方

法。该方法能够以数据驱动的方式，建立风电机组

的高维全局线性动态模型。算例分析结果表明，与
现有方法相比，所提方法在建模精度和建模泛化性

方面均具有显著优势。同时，相较于风电机组的局

部线性动态模型，利用所提高维全局线性动态模型

构建的风电场 MPC 策略能够实现更加精确的机组

转速控制与约束。
然而，所提方法仍具有一定的局限性。第一，作

为一种基于深度学习的方法，所提方法的建模精度

无法在理论层面以解析的形式进行量化。第二，所
提方法构建的机组模型仅能对风轮转速和桨距角这

两个基础状态的动态进行描述，使其无法应用于某

些特殊风电场 MPC 策略，例如机组载荷抑制策略。
在未来，拟针对上述问题开展进一步研究。
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