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摘要:针对水环境监测中的水质参数异常、预测精度低等问题,提出了一种基于堆叠长短期记忆神

经网络(SLSTM)的水质参数预测模型,以解决时序数据不完整带来的挑战。首先,分析了缺失或

异常的水质数据时序特征,并基于堆叠长短期记忆网络设计了水质预测的深度神经网络模型;其

次,采用逐点预测和多步预测方法对所提模型进行对比实验验证;最后,为了量化模型的预测性能,
引入平均绝对百分比误差(MAPE)和均方根误差(RMSE)两类指标,评估SLSTM 模型相对于支

持向量回归(SVR)和自回归综合移动平均(ARIMA)模型的优越性。实验结果表明,在短期(24h)
和长期(48h)水 质 余 氯 预 测 中,SLSTM 的 预 测 精 度 显 著 高 于 其 他 两 类 模 型:在 多 步 预 测 中,

SLSTM的MAPE至少比SVR降低了9.15%;逐点预测中,SLSTM的RMSE至少比SVR降低了

31.25%。此外,相较于ARIMA模型,SLSTM 能够更有效地捕捉水质数据的非线性变化趋势,提

升预测稳定性。研究不仅验证了SLSTM在水质参数预测中的有效性,还为水环境监测领域提供

了新的视角和工具。
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Abstract:Aimingattheissuesofabnormalwaterqualityparametersandlowpredictionaccuracy
inwaterenvironmentmonitoring,thispaperproposesawaterqualityparameterpredictionmodel
basedonstackedlongshort-term memoryneuralnetwork(SLSTM)totacklethechallengeof
incompletetimeseriesdata.First,thetimingcharacteristicsofmissingorabnormalwaterquality
datawereanalyzed,andadeepneuralnetworkmodelforwaterqualitypredictionwasdesigned
basedonstackedlongshort-term memorynetworks.Second,point-by-pointpredictionand
multisteppredictionmethodswereusedtovalidatetheproposedmodelincomparativeexperiments.
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Lastly,inordertoquantifythepredictionperformanceofthemodel,twotypesofmetricswere
introduced,namely,themeanabsolutepercentageerror(MAPE)andtheroot-mean-squareerror
(RMSE)toassessthesuperiorityoftheSLSTMmodeloverthesupportvectorregression(SVR)

andautoregressiveintegrated movingaverage (ARIMA)models.Theexperimentalresults
showedthatthepredictionaccuracyofSLSTMwassignificantlyhigherthanthatoftheothertwo
modelsinshort-term (24h)andlong-term (48h)chlorineresidualprediction:theMAPEof
SLSTMwasatleast9.15%lowerthanthatofSVRformultistepprediction,andtheRMSEof
SLSTMwasatleast31.25%lowerthanthatofSVRforpoint-by-pointprediction.Inaddition,

comparedwiththeARIMAmodel,SLSTMcancapturethenonlineartrendofwaterqualitydata
moreeffectivelyandimprovethepredictionstability.Thisstudynotonlyverifiestheeffectivenessof
SLSTMinwaterqualityparameterprediction,butalsoprovidesnewperspectivesandtoolsforthe
fieldofwaterenvironmentmonitoring.
Keywords:chlorineresidualprediction;waterqualityprediction;chronologicaldata;longshort-

termmemory

  随着城市人口规模的快速扩大,城市供水系统

复杂性显著增加。供水侧作为源头直接决定了城市

供水安全,受到降雨、温度、地质条件等自然因素和

人类活动的影响,水质呈现出高度动态性和不可控

性[1]。管网侧作为城市供水系统的重要组成部分,
规模庞大且分布复杂,更容易受到污染物的入侵。
污染物的入侵时间、地点、性质和浓度通常具有较强

的不确定性和扩散性,严重威胁供水安全与居民健

康[2]。因此,在供水系统的关键环节进行水质监测,
并准确预测反映水中杂质、细菌及化学物质(如

pH、浑浊度和余氯等[3])含量的关键指标,有助于指

导企业优化水处理工艺、确保水质稳定达标,为政府

制定科学的监管政策、加强水质监测评估提供依据。
智能供水系统依托智慧城市网络,通过新一代信息

技术与水务技术的深度融合,实现水务业务系统的

智能控制、数据资源的精准管理[4],为城市水质持续

预测提供了实时数据与算力算法支撑。水质预测方

法大致可分为基于模型的预测和基于数据的预测。
基于模型的预测方法是通过构建水质模型,利用

实测数据确定模型参数,从而完成对指定地点水质的

预测分析。在河流水质的模拟和预测中,文献[5]将

Dobbins方程中的流速项作为随机变量,提出了随

机水质微分方程,该方程真实地反映了水质的变化,
是外部水文因素随机变化的不确定性与水质本身内

在变化确定性的统一。
基于数据的水质预测方法依赖于水质参数的历

史数据,通过学习一段时间内水质的变化趋势,能够

对未来的水质状况进行有效预测,数据驱动的预测

方法在水质监测与评估中展现出较强的实用性和广

泛的适用性。Najah等[6]提出了一种基于数据融合

模块的神经模糊推理系统(WDT-ANFIS)增强小波

去噪技术,以准确预测月度水质参数。刘杰等[7]采

用神经网络(MLP)方法对沿海地下水硝酸盐浓度

建模具有良好而广泛的适用性。Tu等[8]提出了一

种基于卷积神经网络(CNN)和门控递归神经网络

(GRU)的混合水质预测模型。基于模型的预测方

法难以准确捕捉水质演化的复杂规律,因其对水质

变化机制的假设过于简化,未充分考虑非线性特征,
影响实际应用效果;基于数据的预测方法受传统机

器学习算法限制,存在泛化能力差、时间滞后等问

题,导致预测精度不高。
因此,有必要设计一种新的神经网络来提高预

测性能。芮栋妮等[9]提出了长短期记忆(LSTM)网
络,以缓解循环神经网络(RNN)训练过程中的梯度

消失问题或梯度爆炸问题。目前LSTM 网络已广

泛应用于解决各种序列数据问题,包括图像字幕,自
动语音识别,基因组分析和自然语言处理。LSTM
将模型训练与表征学习相结合,不需要额外的知识,
使得模型具有良好的泛化能力,理论上LSTM 在水

质预测和分析方面可以取得较好的效果[10-12]。
然而,智能水系统中采集的水质数据可能会因

意外因素而出现异常或丢失,短时间内的水质参数

不表现出明显的周期性,LSTM 难以学习依赖关

系,而且传统逐点预测可能会造成误差累积,无法保

证长期预测的准确性。针对上述问题,本文构建了

一种仅依赖历史水质数据的预测模型,通过学习数

据趋势实现高效预测,具有较低的信息需求和较强

的泛化能力,提出基于LSTM 的水质预测方法,构
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建了 全 面 的 评 估 体 系,并 通 过 仿 真 实 验 验 证 了

LSTM模型在短期水质预测中的有效性,不仅提升

了预测精度,还增强了模型的稳定性和泛化能力,为
水环境监测提供了更可靠的技术支持。

1 相关工作

针对智 能 水 系 统,已 有 研 究 聚 焦 于 其 适 应

性[13]、系统框架[14]和稳定性[15]等方面。此外,智慧

水系统在城市水资源管理中发挥着重要作用,基于

物联网架构的智能水系统可以通过传感器和无线网

络对水资源进行监控和管理[16]。文献[17]分析了

智能供水系统在城市供水中的应用,探讨了如何建

设和应用智能供水系统。Yao等[18]使用智能水系

统测量水质参数,并使用机器学习设计了水质预测

系统。文献[19]提出了一种利用现有安全解决方案

和设计模式的智能水管理系统安全架构。
水质预测的理论模型不断发展,包括水质模拟

模型、传统数理统计预测方法、机器学习模型和混合

预测模型[20]。自从Streeter-Phelps水质模型建立

以来,人们对各种水体进行了研究,建立了各种水质

模拟模型。传统的水质预测数学方法采用回归分析

技术,李如忠等[20]比较了10种学习模型对水质参

数数据的预测结果,得出决策树、随机森林模型的预

测效果更好。Chen等[21]提出了一种基于偏好分类

的水质预测方法,不同的水质特征采用不同的预测

模型,以达到比单一模型更好的预测效果。
循环神经网络因其记忆和有效处理时间序列问

题广 泛 应 用 于 自 然 语 言 处 理、语 音 和 视 频 等 领

域[22]。LSTM 作为一种改进的RNN,解决了训练

困难的问题,并取得了良好的预测性能[23]。Yayan
等[24]设计了一种堆叠LSTM,仅使用恒流充电阶段

收集的数据就能准确估计电池健康状态(SOH)。

2 水质预测模型理论基础

2.1 循环神经网络

循环神经网络(RNN)不同于传统的神经网络,
后者通常只能将输入数据映射到目标向量,RNN则

专门用于序列学习[25]。通过在有向循环中建立神

经元之间的连接,使得RNN能够从历史输入中映

射目标向量,RNN可以在其内部状态中存储一些历

史输入信息。对于监测任务,神经网络还可以采用

反向传播算法进行时间序列训练。RNN的展开结

构如图1所示,图中:x是一个向量,表示输入层的

值;s为向量,表示隐藏层的值;U 为输入层到隐藏层

的权值矩阵;O 为向量,表示输出层的值;V 是隐含

层到输出层的权值矩阵。循环神经网络隐含层的值

s不仅取决于当前输入x,还取决于最后一层隐含层

的值s。权值矩阵W 是隐藏层最后一个值作为输入

的权值。网络在时刻t接收到输入xt 后,隐藏层的值

为st,输出值为ot,st的值不仅取决于输入向量xt,还
取决于之前的隐藏状态st-1。st、ot 的计算式为

st =A(Uxt+Wst-1) (1)

ot =A(Ust) (2)
式中:A 为激活函数,包括ReLU和sigmiod函数。

图1 RNN的展开结构

Fig.1UnfoldingarchitectureofRNN

2.2 长短时记忆网络

为了解决传统的RNN无法获得长期依赖的问

题,提出了LSTM网络[9]。LSTM使用一个特殊的

存储单元存储信息,虽然这些存储单元的结构类似,
但重复模块的结构有所不同,LSTM 的模块化结构

如图2所示,其中包含多个相互作用的模块。

图2 LSTM模块化结构

Fig.2LSTMmodularconstruction

与RNN只有一个对短期状态敏感的隐藏状态

不同,LSTM中存在另一个状态来保持长期状态,
解决了RNN无法处理长期依赖的问题。LSTM 单

元中有输入门、遗忘门和输出门3种类型的门,

LSTM网络通过这些门存储和更新信息,遗忘门负

责从单元状态中删除信息,更新信息的过程可以通

过输入门来完成,输出门负责从当前单元状态中选

择有用的信息,从而为网络提供内存。LSTM 的核
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心思想是在每个时间步长使用一些门来控制信息沿

序列的传输,这样可以更准确地获得长期依赖关系。
在时间步长t处,LSTM 隐藏层的输入和输出向量

分别表示为xt、ht,存储单元为ct。输入门信息量为

it =σ(Wxixt+Whfht-1+bi) (3)
式中:W 为一个变换矩阵;b为偏差值;σ为sigmoid
型函数。

遗忘门是LSTM单元的关键部件,可以控制哪

些信息可以保留在网络中,哪些信息可以被遗忘,避
免了梯度反向传播时出现的梯度消失问题和梯度爆

炸问题。遗忘门控制自连接单元,可以确定需要遗

忘的历史信息,可以确定存储在存储单元ct-1 上的

信息ft 对当前存储单元ct 的影响,即

ft =σ(Wxfxt+Whfht-1+bf) (4)

ct =ft☉ct-1+it☉tanh(Wxcxt+Whcht-1+bc)
(5)

  输出门控制存储单元ct 对输出值ht 的影响,决
定了存储在内存单元ct 中的信息将输出的时间t的

哪一部分,取值可以表示为

ot =σ(Wxoxt+Whfht-1+bo) (6)

  LSTM在时间t的输出ht 可以表示为

ht =ot☉tanh(ct) (7)

  与传统RNN相比,LSTM 可以捕获时间序列

数据中的长期依赖关系和非线性因素[26],LSTM 在

许多领域都具有优势,并得到了包括语音识别、图像

识别[27]、手写识别、基因组分析、自然语言处理[28]

等应用。

3 水系统模型与水质预测模型构建

3.1 智能供水系统模型

随着物联网技术的发展,大量城市着手建设和

完善智能供水系统,实现对整个城市供水系统的监

控、调度和管理。本文所提水质参数预测模型,依靠

智能水系统中终端传感器采集的水质相关数据进行

模型训练,训练后的模型嵌入智能水系统中,随时预

测未来水质,成为智能水系统智能管理的一部分。
该系统的智能分析平台包括数据监控和统计分

析,数据监控可以实现水量(瞬时入水量、瞬时出水

量、累计出水量、管道压力等)和水质(pH、余氯、浑
浊度、色度、电导率)的实时监控,透明、准确地掌握

该地区的用水量、水质等信息。统计分析部分除了

对数据监控模块采集的数据进行基础分析外,还负

责包括用户用水习惯、区域用水和水费支付、水表故

障等更深层次的分析。智能供水系统模型如下。

智能供水系统管网节点平衡方程为

∑
j∈i(i)

Qji = ∑
k∈o(i)

Qik (8)

式中:i(i)、o(i)分别为流入和流出节点i的管道集合;

Qji、Qik 分别为从节点j到i和从节点i到k的流量。
管道连续方程为

Qij =Qji (9)
式中:Qij、Qji 分别为从节点i到节点j和从节点j到节

点i的流量。
能量守恒方程为

Hi-Hj =fij
Lij

Dij

v2ij
2g

(10)

式中:Hi、Hj 分别为节点i和j的水头;fij 为摩擦系

数;Lij 为管道长度;Dij 为管道直径;vij 为管道中的

流速;g为重力加速度。

3.2 水质预测模型评价指标

平均绝对百分比误差(MAPE)表示式为

E1 = 1n∑
n

i=1

pi-yi

yi
(11)

式中:pi、yi 分别为预测值和实际值;n为数据量。
均方根误差(RMSE)即预测值与实际值之间的

平均误差,表示式为

E2 = 1
n∑

n

i=1

(pi-yi)2 (12)

  对同一地区水源在等时间间隔内监测某些指标

得到的数据,可以表示为该水源水质参数的时间序

列。水质会受到地理条件、人类生产生活和当地工

业化水平的影响,当前的水质水平与过去一段时间

的水质水平相关。本文通过探索当前水质与过去水

质 之 间 的 潜 在 关 系,由 当 前 和 过 去 的 水 质

xt-k+1,…,xt-2,xt-1,xt  来预测下一刻xt+1,甚至未

来 xt+1,xt+2,…,xt+n  时刻的水质。
利用一维水质时间序列生成一个m+n维的矩

阵,其中前m维向量作为一组训练输入,最后n维为其

对应的输出。训练的目标是最小化输入映射和输出之

间的误差。损失函数可用均方误差(MSE)表示为

E3 = 1n∑
n

i=1

(pi-yi)2 (13)

  对于上述模型,使用深度神经网络的方法进行

训练。通过不断调整神经网络的参数,得到一组理

想的输入输出函数关系,使损失函数最小。

4 基于LSTM的水质预测方法

4.1 模型结构

供水点水质预测是对影响水质的参数进行预
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测,参数由智能水系统监测,并以离散顺序数据的形

式收集。取时间t前m 次水质余氯量历史观测值

xt-k+1,…,xt-2,xt-1,xt  作为LSTM 网络的输入。
取时刻t后数据作为模型的期望输出(实际值),并
与预测值进行比较。采用堆叠LSTM 结构构建预

测模型,依次构造 LSTM 层、Dropout层、LSTM
层、LSTM层、Dropout层和全连接层,结构如图3
所示。

图3 LSTM预测模型的结构

Fig.3StructureofLSTMpredictionmodel

对于归一化的水质参数序列,不仅要分析每次

输入的信息,还需分析整体的变化趋势。LSTM 层

可以保留过去输入的部分信息,实现长期记忆,因此

是预测模型的核心。然而,多层LSTM网络的叠加

大大提高了训练时间,但并没有显著提高预测精度,
因此模型采用3层LSTM。此外,预测延迟时间D
和神经元数量n 是模型的关键参数。通过多次实

验,选择了10天延迟和80个隐藏神经元的网络,取
得了良好的效果。

由于深度学习模型较复杂,大规模训练数据对

模型鲁棒性非常重要,但水质预测数据有限,因此添

加Dropout层防止过拟合。Dropout会随机屏蔽部

分神经元,使其不影响正向传播,而在测试时恢复所

有神经元输出。为此,在第1、2层LSTM之间加入

一个Dropout层,并在全连接层前再加一个,隐藏概

率分别为0.5、0.3。全连接层将前两个LSTM层的

输出传递给多个隐藏层,每层的计算式为

oi =σ(Wihi+bi) (14)
式中:oi、hi 分别为全连通层的输入和输出值;Wi、b

为变换矩阵和偏置项。

4.2 仿真流程

采 用 Python Version3.9 中 的 Keras 和

TensorFlow构建了水质预测的深度神经网络模型。
由于原始水质数据并不总是在(-1,1)的范围内,模
型可能无法收敛。因此,需要在将数据输入神经网

络之前对其进行归一化处理,而不是直接使用原始

数据。剔除异常数据后,将剩余数据按等比例映射

到区间(0,1)。在预测过程结束时,再将预测数据恢

复到实际水质数据。数据归一化计算式为

xti = xi-xmin

xmax-xmin
(15)

式中:xi为原始序列的第i个值;xti 为归一化序列的

第i个值;xmax、xmin分别为原始水质数据的最大值和

最小值。

图4 基于LSTM神经网络的水质预测流程

 Fig.4 WaterqualitypredictionprocessbasedonLSTM
neuralnetwork

本文使用两种方法预测未来的数据,其中一种

是直接使用连续的多矩数据向量作为网络的输出,
每次预测产生一段时间的预测值,称为多步预测;另
一种是只对下一时刻的数据进行预测的模型,并将

该数据加入到测试集中,然后利用新的测试集再次

给出下一时刻的预测,这种在一段时间内逐点进行

预测的方法被称为逐点预测。多步预测方法需要

xt-k+1,…,xt-1,xt  作为模型输入,时刻t后的序列

xt+1,xt+2,…,xt+m  作为模型的输出,即该实验过

程可同时实现对m 个节点水质参数的预测。对于逐

点预测方法,同样使用 xt-k+1,…,xt-1,xt  作为模型

的输入,但只使用时刻t+1的数据xt+1 作为模型的

输出。在此测试过程中使用滑动窗口来预测时间
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t+1的数据,在预测数据xt+1 后,使用[xt-l+1,…,

xt,xt+1]作为模型的新输入得到数据xt+2,以此类推

m 次迭代得到水质参数xt+1,xt+2,…,xt+m。多步预

测方法通过对40h内20组数据的训练,给出了未

来24h的12组数据预测。

4.3 模型训练和参数配置

本文将迭代次数设置为400,并使用迷你梯度

下降(MBGD)方法对训练数据集进行分组,然后利

用 MSE建立损失函数。LSTM 误差项的反向传播

包括沿时间的反向传播,即从当前时间t开始计算

每次的误差项,和将误差项传播到上层。根据相应

的误差项,计算各权值的梯度,并采用梯度下降法对

参数进行迭代。采用自适应矩估计(Adam)作为优

化算法对模型进行调整,更新权值和偏差参数,在实

际应用中取得了良好的效果。

5 仿真实验

5.1 数据预处理

数据集来源于昌吉市西外环以北某供水点

2021年5月1日至2021年6月30日的水质监测数

据。分别采集pH、浑浊度、余氯量3项水质指标。两

个月内pH和浑浊度变化不明显,变化趋势平稳,因
此本文选择余氯量代表水质参数,预测一段时间后的

水质。余氯的作用是保证连续杀菌,防止水被再污染,
但如果余氯量超标,可能会加重水中酚类等有机物产

生的味道和气味,并可能产生对健康有害的有机氯化

物质。由于传感器故障、网络故障或偶发事件等原因,
采集到的数据存在异常,将收集到的数据以2h为

单位取平均值,表示这2h内的余氯量,得到736组

数据,如图5所示。

图5 1440h余氯量变化趋势

Fig.5Trendinchlorineresidualat1440hours

用过去m 次的用水量来预测下一次的用水量,
在逐点预测时,根据该模型将标准化数据生成k+1
维矩阵。将前k维用作训练输入,第k+1维用作训

练输出,在进行多步预测时,根据该模型将标准化数

据生成为k+n维矩阵。前k维用作训练输入,后n维

用作训练输出,前2/3的数据作为训练集用于训练

LSTM模型,后1/3的数据作为测试集用于测试模

型的性能。

5.2 水质预测结果

为全面分析模型的预测性能,采用多步预测和

逐点预测两种方法将预测结果与实际监测数据进行

对比分析,实验结果如图6、7所示。可以看出,多步

预测和逐点预测的预测值与实际监测值在测试数据

集中拟合效果较高,整体预测精度较高,这表明基于

LSTM神经网络的预测模型在水质参数预测任务

中具有较强的适用性和有效性。实验结果揭示了

LSTM和深度学习在水质预测领域的潜力,为制定

水源保护政策和具体措施提供可靠的方法。在训练

集和测试集预测曲线的拟合中,逐点预测的拟合精度

高于多步预测,这主要是由于多步预测的输出是一个

12维向量,即同时预测未来24h的数据,而在绘制预

测曲线时,仅选取该向量的第一维数据进行拟合,不
能完全代表多步预测的短期预测结果,但可以解释逐

点预测在未来2h内的水质预测效果优于多步预测。

(a)训练集拟合曲线

 
(b)测试集拟合曲线

图6 多步预测在训练集中的拟合曲线与测试集中的预测曲线

Fig.6 Multi-step predictionofthefittedcurvesinthe
trainingsetversusthepredictedcurvesinthetestset

(a)训练集拟合曲线

 
(b)测试集预测曲线

图7 逐点预测在训练集中的拟合曲线与测试集中的预测曲线

Fig.7Point-by-pointpredictionofthefittedcurvesinthe
trainingsetversusthepredictioncurvesinthetestset

对于模型验证,处理后的数据集包含730个关于

水中余氯量的时刻数据,本文选择最后1/3作为测试

集。多步预测法和逐点预测法未来24h内的预测结

果图8、9所示。
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(a)E1=3.14%,E2=0.005
 
(b)E1=9.04%,E2=0.010

(c)E1=7.85%,E2=0.011
 
(d)E1=7.29%,E2=0.010

图8 随机时间多步预测法余氯量变化曲线

Fig.8Changecurveofresidualchlorineamountbyrandom
timemultisteppredictionmethod

(a)E1=3.91%,E2=0.005
 
(b)E1=3.92%,E2=0.004

(c)E1=8.35%,E2=0.012
 
(d)E1=6.26%,E2=0.008

图9 随机时间逐点预测法余氯量预测变化曲线

Fig.9 Random timepoint-by-pointprediction methodof
residualchlorineamountpredictionchangecurve

为了清晰地对比预测效果,在测试集中随机选

取4个时间点,并在这些时间点显示未来24h水中

余氯的预测模型结果。对于多步预测方法,模型的输

出是一个12维向量,因为每个节点代表2h。将预测

结果与实际水质数据进行了比较,逐点预测法以滑动

窗口的形式迭代12次,得到12个节点的水质数据进

行比较。结果表明,两种方法均能较好地预测未来

24h的余氯。两种方法对任意节点的 MAPE均小于

10%,各节点RMSE平均值均小于0.01mg/L,逐点

预测方法的预测效果略好于多步预测。

5.3 与其他时间序列预测模型的比较

为了验证基于LSTM 深度神经网络的水质预

测模型的预期结果,将该模型与经典的时间序列预

测模型支持向量回归(SVR)进行了比较。本文选

择RBF作为非线性核函数,将参数和惩罚因子C分

别设置为0.01和100。在训练集和测试集中对模

型进行了评估,结果如图10所示。

(a)训练集拟合曲线 (b)测试集预测曲线

图10 SVR模型训练集拟合曲线与测试集预测曲线

Fig.10Fittedcurvesinthetrainingsetandpredictedcurves

inthetestsetofSVRmodel

SVR是一种对未来数据逐点预测的方法,可以

直接与基于LSTM神经网络模型的逐点预测方法进

行比较。对比图10、图7可以看出,两种方法在测试

数据集上都有很好的预测性能。基于SVR模型的预

测曲线也能很好地拟合实际观测数据,实现了对未来

水质的预测,但预测精度与基于LSTM神经网络的

预测精度仍有显著差异,SVR对24、48h内随机时刻

的预测结果变化曲线如图11、12所示。
本文比较了所提模型与自回归综合移动平均模

型(ARIMA)的预测效果。ARIMA是一种常用的

时间序列预测分析方法,其基本原理是将非平稳时

间序列转化为平稳时间序列,然后将因变量仅对其

滞后值和随机误差项的现值和滞后值回归到所建立

的模型中。将预处理后的水质参数时间序列数据在

ARIMA模型上进行训练,然后在相应的时间点进

行检验,ARIMA 在24h内随机时刻预测结果如

图13所示。

(a)E1=2.20%,E2=0.003 (b)E1=14.66%,E2=0.014

(c)E1=11.17%,E2=0.016 (d)E1=7.83%,E2=0.010

图11 SVR模型随机时刻余氯量预测曲线

Fig.11SVRmodelrandommomentchlorineresidualprediction

curve
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(a)E1=4.06%,E2=0.005 (b)E1=26.90%,E2=0.026

(c)E1=15.91%,E2=0.022 (d)E1=8.52%,E2=0.011

图12 SVR模型随机时刻余氯量预测曲线(48h)

Fig.12 SVR model random moment chlorine residual

predictioncurve(48h)

(a)E1=6.20%,E2=0.009
 
(b)E1=16.72%,E2=0.019

(c)E1=13.39%,E2=0.018
 
(d)E1=9.34%,E2=0.011

图13 ARIMA模型随机时刻余氯量预测曲线

Fig.13ARIMAmodelpredictioncurveofresidualchlorine

amountatrandommoments

本文所提模型对48h内随机时刻多步预测和

逐点预测的结果变化曲线如图14、15所示。由图

11~15对比分析可知,在24h水质余氯预测中,基
于LSTM模型的两种预测方法均显著优于SVR、

ARIMA模型。由于ARIMA模型主要适用于线性

时间序列数据,对非线性模式的捕捉能力较弱,导致

其在水质余氯预测中的表现较差,尤其在未来趋势

预测方面存在较大局限性。在48h水质余氯预测

中,SVR模型表现较差,存在较大的高频偏差,且模

型对趋势变化的响应较为迟钝,容易过早地陷入缓

慢状态,未能准确跟踪数据的变化趋势。多步预测

和逐点预测具有不同的特点,逐点预测的结果误差

最小,MAPE小于10%,RMSE也最小,能够较好地

捕捉未来一段时间内水中余氯的变化趋势,精度较

高。多步预测虽然在一定程度上也表现出了较为理

想的预测能力,但与逐点预测相比,预测精度较低。
实验结果表明,基于LSTM神经网络的逐点预测方

法取得了最佳预测效果,其次是多步预测方法,而

SVR、ARIMA模型则表现不理想,尤其是在处理长

期预测时其预测性能显著下降。

(a)E1=9.39%,E2=0.014
 
(b)E1=9.27%,E2=0.012

(c)E1=9.09%,E2=0.012
 
(d)E1=5.95%,E2=0.007

图14 基于LSTM模型多步预测法余氯量预测曲线

Fig.14Predictioncurveofresidualchlorineamountbasedon
LSTMmodelmulti-steppredictionmethod

(a)E1=7.22%,E2=0.011
 
(b)E1=15.35%,E2=0.017

(c)E1=18.72%,E2=0.025
 
(d)E1=8.94%,E2=0.011

图15 基于LSTM模型逐点预测法余氯量预测曲线

Fig.15Predictioncurveofresidualchlorineamountbasedon
LSTMmodelpoint-by-pointpredictionmethod

6 结 论

本文实现了智能水系统中水质指标的短期准确

预测。首先,对智能水系统监测到的水质数据进行

评估和分析,获得其与时间的相关性;然后,建立了

水质预测模型SLSTM对供水点余氯量水质指标进

行监测,LSTM 网络具有记忆性,能够捕捉序列的

长期相关性,具有较好的预测性能;进而,采用逐点

预测和多步预测对所建立的预测模型进行了预测,
并对预测效果进行了比较;最后,通过仿真验证了
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SLSTM预测模型的有效性,并与传统的SVR和

ARIMA模型进行了比较。与SVR、ARIMA模型

相比,SLSTM网络的预测模型在不同时间尺度上

具有更高的精度和更相似的变化趋势,并且逐点预

测方法比多步预测方法具有更好的预测精度。
在处理长时间跨度的预测任务时,虽然逐点预

测和多步预测方法有一定效果,但误差仍会随时间

累积,影响长期预测的准确性;模型对数据质量依赖

较大,若数据存在大量异常或缺失,可能影响模型

性能。
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