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蜉蝣优化双通道网络在齿轮箱故障诊断中的应用

于宁,魏沉潜,田立勇,赵建军,于晓涵

(辽宁工程技术大学机械工程学院,123000,辽宁阜新)

摘要:为了有效提取齿轮箱中齿轮和滚动轴承的故障信号特征,并克服深度学习模型超参数选取

依赖人工经验的局限性,提高故障诊断的准确性和稳定性,提出了一种基于蜉蝣算法(MA)优化的

双通道神经网络故障诊断模型。该模型采用一维时序输入的门控循环单元(GRU)和二维图像输

入的卷积神经网络(CNN)构建双通道并行架构,并引入自适应批标准化(AdaBN)算法。利用 MA
的全局优化能力,以CNN-GRU的诊断精度为优化目标,自适应调整模型超参数。将蜉蝣算法优

化效果与粒子群算法和遗传算法进行了对比验证,以评估其在模型参数优化方面的有效性。基于

东南大学齿轮箱数据集和凯斯西储大学轴承数据集的实验结果表明:该模型能够有效提取振动信

号特征,其故障识别精度与稳定性均优于典型深度学习模型,并展现出较强的鲁棒性。在稳态工况

下,优化后的CNN-GRU(MA-CNN-GRU)模型在各数据集上的识别精度显著提高;在噪声工况

下,MA优化的CNN-GRU模型表现出优异的抗噪性;在变负载工况下,结合AdaBN算法的 MA-
CNN-GRU模型实现了最高的平均识别精度。所提模型能够高效、准确地检测齿轮箱故障,为机

械设备的维护和稳定运行提供了重要的参考价值。
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ApplicationofMayflyAlgorithmOptimizedDual-Channel
NetworkinGearboxFaultDiagnosis

YUNing,WEIChenqian,TIANLiyong,ZHAOJianjun,YUXiaohan
(CollegeofMechanicalEngineering,LiaoningTechnicalUniversity,Fuxin,Liaoning123000,China)

Abstract:Inordertoeffectivelyextractthefaultsignalcharacteristicsofgearsandrollingbearingsin
gearboxes,overcomethelimitationofdeeplearningmodelhyperparameterselectionrelyingon
humanexperience,andimprovetheaccuracyandstabilityoffaultdiagnosis,atwo-channelneural
networkfaultdiagnosismodelbasedonMayflyalgorithm(MA)optimizationwasproposed.The
modelusesaone-dimensionaltiminginputgatedrecurrentunit(GRU)andatwo-dimensional
imageinputconvolutionalneuralnetwork(CNN)toconstructadual-channelparallelarchitecture,and
introducesanadaptivebatchnormalization(AdaBN)algorithm.Byusingtheglobaloptimization
abilityofMA,thehyperparametersofthemodelareadaptivelyadjustedwiththediagnostic
accuracyofCNN-GRUastheoptimizationobjective.Atthesametime,MAoptimizationeffortis
comparedwithparticleswarmoptimizationandgeneticalgorithmtoevaluateitseffectivenessin
modelparameteroptimization.TheexperimentalresultsbasedonthegearboxdatasetofSoutheast
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UniversityandthebearingdatasetofCaseWesternReserveUniversityshowthatthemodelcan
effectivelyextractthecharacteristicsofvibrationsignals,anditsfaultrecognitionaccuracyand
stabilityarebetterthantypicaldeeplearningmodels,anditshowsstrongrobustness.Under
steady-stateconditions,therecognitionaccuracyoftheoptimizedCNN-GRUmodeloneachdata
setissignificantlyimproved.Undernoiseconditions,theMA-optimizedCNN-GRU (MA-CNN-
GRU)modelexhibitsexcellentnoiseimmunity.Undervariableloadconditions,theMA-CNN-
GRUmodelcombinedwiththeAdaBNalgorithmachievesthehighestaveragerecognitionaccuracy.In
summary,theproposedmodelcandetectgearboxfaultsefficientlyandaccurately,anditcan
provideanimportantreferenceforthemaintenanceandstableoperationofmechanicalequipment.
Keywords:faultdiagnosis;gearbox;gatedrecurrentunit;convolutionalneuralnetwork;mayflyalgorithm

  齿轮箱作为机械设备的关键传动部件,其运行的

安全稳定性,对工业生产和人身安全至关重要[1-3]。
由于其复杂的工作环境以及长期时变、高负荷运转,
齿轮和轴承易出现故障,造成经济损失甚至引发严重

的人员伤亡事故,因此准确、有效地识别并排除齿轮

箱的早期故障,减少事故发生概率具有重要意义[4-6]。
随着人工智能迅速发展,机器学习和深度学习

算法广泛应用于旋转机械故障诊断中,并且效果显

著[7-9],卷积神经网络是其中性能优越的典型代

表[10-13]。Chen等采用时域统计量对齿轮箱振动信

号进行预处理,将256个统计特征转换为尺寸为16
的特征矩阵,并作为卷积神经网络(CNN)的输入进

行故障诊断,与其他算法相比,该算法优势明显,性
能突出[14]。宫文峰等将全连接层替换为过渡卷积

层与全局平均池化层,从而减少网络的参数量,并将

改进的CNN结合支持向量机(SVM)应用于电机支

撑滚珠轴承的故障诊断中[15]。Monteiro等以傅里

叶变换处理齿轮箱振动信号数据作为CNN的输入

数据集进行故障诊断,对齿轮箱断齿故障有着良好

的检测效果[16]。王贡献等提出了一种多分支卷积

神经网络,通过多尺度均值化实现振动信号重构,并
利用多分支卷积神经网络(MBCNN)的并行分支提

取故障特征[17]。叶壮等提出了多通道一维卷积神

经网络模型,相较于传统的一维CNN,故障识别精

度有一定的提升[18]。Zhang等提出了一维宽卷积

核模型,在噪声环境下故障诊断效果突出[19]。

CNN通常采用单通道多层卷积结构,这种结构

复杂且超参数众多[20]。部分超参数对模型的影响

较小,但有些关键超参数对分类效果具有决定性的

作用,仅依靠经验或传统的启发式算法来设定这些

关键参数,容易导致模型陷入局部最优解,从而影响

网络输出的确定性,单通道网络结构在提取故障特

征时存在局限性,无法全面准确地表征故障信号的

特征,这对识别精度产生了明显的影响[21]。在实际

工况下,工作载荷并非稳定不变,而是会随着生产条

件的变化而变化,导致数据集的分布出现差异,在此

情形下,如何保持故障诊断模型的高性能和高效率,
成为一个亟待解决的重要问题。

基于以 上 研 究,提 出 了 一 种 基 于 蜉 蝣 算 法

(MA)优化的双通道并行故障诊断模型,用于提取

齿轮箱振动信号并识别故障类型,提升故障诊断的

准确性和稳定性。针对实际工作过程中,工作载荷

随生产条件变化导致数据集分布出现差异的情况,
引入自适应批标准化(AdaBN)算法以代替传统的

批量标准化层(BN),使得故障信号在不同负载下也

能得到有效识别,极大地提高模型的故障诊断精度,
具备重要的实际应用价值[22]。

1 齿轮箱故障诊断算法

1.1 卷积神经网络

CNN是一种以仿生视觉机制构建的深度学习

算法,主要用于图像识别和数据处理领域[23]。在分

类任务中,卷积和池化运算交替进行,有效提取高维

非线性特征,捕捉并处理局部信息相关性,通过全连

接层的非线性变换,将这些特征整合并最终实现精

确的分类。
卷积层的主要作用是特征提取,输入图像或特

征图通过卷积核处理对应区域,并将特征经过激活

函数映射形成新的卷积特征图,表达式如下

Ml
j =fl(∑

P

i=1
Ml-1

i 􀱋Wl
ij +bl

i) (1)

式中:l为网络深度;Ml
j 为l层第j个神经元特征值;

Wl-1
i 为l-1层第i个神经元的权值矩阵;P 为神经

元数;Wl
ij 为l层第i个神经元和第j个神经元之间的

权值矩阵;bl
i 为第l层第i个神经元的偏置;fl(·)为

l层激活函数。
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池化层一般位于卷积层之后,通过池化操作,在
保留重要信息的同时,能够极大地压缩数据,降低计

算复杂度并加快神经网络计算速度。本文采用最大

池化操作,表达式如下

Ml
j =poolmax(∑

p

j=1
Ml-1

j ) (2)

式中:poolmax(·)为最大池化函数。
全连接层作用是将输入特征映射到输出预测结

果,表达式如下

Ml
j =fl(Wl

ijMl
i+bl

i) (3)

1.2 门控循环单元神经网络

对于时间序列处理,长短期记忆网络(LSTM)
能够解决传统循环神经网络(RNN)存在的问题,但
是LSTM存在复杂的门控机制和多个权值参数,导
致计算量较大。相比于LSTM网络,门控循环单元

(GRU)结构更加简单,采用更少的门控单元,能够

大幅减少训练参数,提高求解速度[24]。GRU有两

个门,一个是更新门,另一个是重置门,可以很好地

解决长间隔和长延迟时间序列的建模问题,故采用

GRU网络作为时序数据特征提取通道。
更新门控制了上一个时间步的信息对当前状态

的贡献程度,决定了在新的隐藏状态中保留哪些过

去的信息,更新门输出为

zt =σ(wxzpt+whzht-1+bz) (4)
式中:σ(·)表示激活函数;wxz表示更新门输入层与

隐藏层之间的权值矩阵;whz表示更新门上一隐藏层

与当前隐藏层之间的权值矩阵;bz 表示更新门偏置

项;pt 表示当前时刻输入;ht-1 表示上一时刻隐藏层

状态。
重置门控制了是否忽略前一个时间步的信息,

本质上,重置门被模型用来决定忘记多少过去的信

息。重置门输出为

rt=σ(wxrpt+whrht-1+br) (5)
式中:wxr表示重置门输入层与隐藏层之间的权值

矩阵;whr表示重置门上一个隐藏层与当前隐藏层之

间的权值矩阵;br表示重置门偏置项。

1.3 蜉蝣算法

蜉蝣算法是 Konstantinos等提出的仿生优化

算法,用于解决复杂函数优化问题[25]。该算法模拟

了蜉蝣飞行及繁衍后代等社会行为,通过多个并行

子空间搜索,搜索效率高,并且根据现有位置判断移

动方向,避免过早收敛并陷入局部最优,同时平衡局

部搜索和全局搜索能力,其工作原理如下。
以两组蜉蝣代表雄性和雌性种群,定义蜉蝣位置

为x=(x1,x2,…,xD),速度为v=(v1,v2,…,vn)。

(1)雄性蜉蝣寻优。雄性蜉蝣通常在固定区域

内并产生群聚行为,会成群结队向更优方向进化,以
自身情况及种群行为变化来调整位置。设xt

i 表示t
时刻雄性蜉蝣i的空间位置,其位置更新定义为

xt+1
i =xt

i+vt+1
i (6)

式中,速度更新定义为

vt+1
ij =

gvt
ij +a1e-βr

2
p(bij -xt

ij)+a2e-βr
2
g(qj-xt

ij),

   f(xi)>f(q)

gvt
ij +dr,f(xi)≤f(q)

􀮠

􀮢
􀮡

􀪁􀪁
􀪁􀪁

(7)
其中,xt

ij、vt
ij 为j维t时刻蜉蝣i的位置和速度,g为

重力系数,a1、a2分别为用于缩放认知和社会部分的

贡献正的吸引系数;β为固定可见度系数,d 为婚舞

距离系数,r为[-1,1]之间的随机矩阵,bij 为j维蜉

蝣i的最优位置,qj 为j 维蜉蝣种群的历史最优位

置,rp、rg分别为xi与蜉蝣个体历史最优位置b、xi与

蜉蝣种群的全局最优位置q之间的笛卡尔距离,表

达式为

‖xi-qi‖ = ∑
n

j=1

(xij -qij)2 (8)

式中:qi 为蜉游i的最优位置;qij 为蜉游i在j维上

的最优位置。
(2)雌性蜉蝣寻优。雌性蜉蝣逐渐靠近适应度

值更高的雄性蜉蝣,设yt
i表示t时刻雌性蜉蝣i的空

间位置,其位置更新定义为

yt+1
i =yt

i+vt+1
i (9)

vt+1
ij = gvt

ij +a2e-βr
2
mf(xt

ij -yt
ij) ,f(yi)>f(xi)

gvt
ij +FLr ,f(yi)≤f(xi) 

(10)
式中:yt

ij 为j维t时刻蜉蝣i的位置;rmf为蜉蝣对的

笛卡尔距离;FL 为飞行系数。
(3)蜉蝣交配。蜉蝣以最佳匹配机制交配产生

后代,即最优雄性与最优雌性吸引,次优雄性与次优

雌性吸引,依次类推,交配产生两个子代为

S1 =LFm+(1-L)Ff
S2 =LFf+(1-L)Fm (11)

式中:Fm 表示父本;Ff表示母本;L 为[0,1]内的随

机数。

2 MA优化的CNN-GRU(MA-CNN-
GRU)模型

2.1 信号预处理

采用变分模态分解(VMD)和连续小波变换

(CWT)[26]进行信号预处理工作,其中将VMD降噪
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重构后的时序信号作为时序输入,将CWT后的时

频图作为图像输入,VMD能够有效应对模态混叠

现象,减少噪声对信号的影响,保证信号在噪声干扰

下依旧能提取到故障信号特征,CWT糅合了时域

和频域分析的优势,可把信号分解为不同尺度(频
率)的小波进行多频带划分,能够捕捉到信号中的局

部变化,分析信号的瞬时特性和多尺度特性,能够兼

顾时间特性和频率特性,对复杂多变信号分析效果

较好。

2.2 CNN-GRU结构优化

2.2.1 模型设计

首先通过探究不同结构模型对故障诊断精度的

影响,来选择最合适的神经网络模型进行下一步研

究,本实验通过凯斯西储大学轴承数据集进行验证,
图像通道每层卷积池化步长均相同,除了卷积层数

外,其他训练参数保持一致,时序通道仅改变循环层

数,末层神经元数为128,其他层神经元数为64,每
层丢弃率均保持一致,并按照常规经验设定,其中设

定模型学习率为0.0001,最大迭代次数为35,每组

进行5次实验,取其中训练最优结果作为最终结果。
表1设计了不同网络层数模型结构,以C×3+G×
2为例,表示模型由两个通道组成,其中2D(图像通

道)有3个卷积层,1D(时序通道)有两个GRU层,

KS 表示2D通道卷积核尺寸。Kc表示2D通道卷积

核数,Kg表示1D通道神经元数,Kd表示神经元丢

弃率。

表1 不同网络层数模型结构参数

Table1Structuralparametersofdifferentnetworklayermodels

模型结构
通道参数

2D(CNN) 1D(GRU)

C×1+G×1 第1层:KS=(3,3),Kc=32 第1层:Kg=128,Kd=0.5

C×2+G×2
第1层:KS=(3,3),Kc=32
第2层:KS=(3,3),Kc=64

第1层:Kg=64,Kd=0.5
第2层:Kg=128,Kd=0.5

C×3+G×2

第1层:KS=(3,3),Kc=32
第2层:KS=(3,3),Kc=64
第3层:KS=(3,3),Kc=64

第1层:Kg=64,Kd=0.5
第2层:Kg=128,Kd=0.5

C×2+G×3
第1层:KS=(3,3),Kc=32
第2层:KS=(3,3),Kc=64

第1层:Kg=64,Kd=0.5
第2层:Kg=64,Kd=0.5
第3层:Kg=128,Kd=0.5

C×3+G×3

第1层:KS=(3,3),Kc=32
第2层:KS=(3,3),Kc=64
第3层:KS=(3,3),Kc=64

第1层:Kg=64,Kd=0.5
第2层:Kg=64,Kd=0.5
第3层:Kg=128,Kd=0.5

C×3+G×4

第1层:KS=(3,3),Kc=32
第2层:KS=(3,3),Kc=64
第3层:KS=(3,3),Kc=64

第1层:Kg=64,Kd=0.5
第2层:Kg=64,Kd=0.5
第3层:Kg=64,Kd=0.5
第4层:Kg=128,Kd=0.5

C×3+G×5

第1层:KS=(3,3),Kc=32
第2层:KS=(3,3),Kc=64
第3层:KS=(3,3),Kc=64

第1层:Kg=64,Kd=0.5
第2层:Kg=64,Kd=0.5
第3层:Kg=64,Kd=0.5
第4层:Kg=64,Kd=0.5
第5层:Kg=128,Kd=0.5

C×4+G×3

第1层:KS=(3,3),Kc=32
第2层:KS=(3,3),Kc=64
第3层:KS=(3,3),Kc=64
第4层:KS=(3,3),Kc=64

第1层:Kg=64,Kd=0.5
第2层:Kg=64,Kd=0.5
第3层:Kg=128,Kd=0.5
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  不同模型结构识别精度对比实验结果如图1所

示,当2D通道为1层、1D通道为1层时,模型识别

精度最低,训练过程存在较大波动,随着网络深度增

加,识别精度也在不断增加。2D通道为3层、1D通

道为3层的模型结构时,识别精度达到最大。与2D
通道为3层、1D通道为4层模型结构时,识别效果

相当,由于模型深度增加,计算量增大,因此采用一

个3层CNN通道和一个3层GRU通道组成双通

道模型,并在此基础上优化。

图1 不同模型结构识别精度的对比结果

Fig.1 Comparisonofaccurateaccuracyofdifferent

modelstructurerecognition

采用AdaBN算法对BN层进一步优化,当训练

样本和测试样本分布不一致时,采用BN算法会使

网络模型性能下降,AdaBN算法则会将测试样本的

均值和方差替换为训练阶段中通过训练样本得到的

均值和方差,即模型在测试集中只进行正向传播,而
不进行反向传播。

2.2.2 实验参数设定

由于模型中超参数众多,综合考虑优化模型时

间成本以及优化效果,对网络结构影响较小的超参

数按照经验设定。设定2D通道首层卷积核数为

32,第2、3层为64,设定卷积步长为2×2,池化窗口

大小为2×2,池化步长为2×2,第3层卷积无池化

操作,设定1D通道第3层神经元数为128,1D通道

和2D通道提取的信号特征经特征融合后连接,通
过softmax分类器进行分类。设定优化算法种群数

为20,迭代次数为10,其中由于蜉蝣算法收敛速度

快,故种群数与迭代次数相对较少,为了平衡局部

搜索能力和全局搜索能力,设定子代变异率为0.4,激
活函数类型为Sigmoid、Tanh、Relu、LeakyRelu,优化

器类型为SGD、RMSprop、Adam。需要进行寻优的

超参数及寻优范围见表2。

表2 寻优的超参数及寻优范围

 Table2 Hyperparametersandoptimizationrangefor
optimization

超参数 取值范围

卷积核大小 3×3,4×4,5×5
时序隐藏神经元数 16~128

学习率 0.00001~0.01000
最小批量 32~256
丢弃率 0.2~0.6

2.3 MA-CNN-GRU模型的流程

本文提出的 MA-CNN-GRU模型包括两部分:
通过 MA优化CNN-GRU参数来搜寻CNN-GRU
最优参数组合;提取训练好超参数配置模型进行测

试。构建 MA-CNN-GRU模型的具体步骤如下。
步骤1 将CNN-GRU的识别精度作为蜉蝣算法适

应度,根据表2寻优参数集,定义蜉蝣个体向量坐

标,初始化设置蜉蝣种群大小、位置和速度等参数,
并设定参数取值范围。
步骤2 计算初始化后适应度,并根据适应度由高

到低依次排序,将最高适应度蜉蝣作为此代最优个

体和全局最优个体。
步骤3 按照位置和速度更新公式更新蜉蝣位置坐

标及速度,按照最佳匹配机制进行配对,并生成子代

蜉蝣。
步骤4 再次计算更新后蜉蝣以及子代蜉蝣的适应

度,若子代蜉蝣适应度高于亲代适应度较低蜉蝣,则
用子代取代亲代,若子代蜉蝣优于全局最佳蜉蝣,则
将子代取代全局最佳蜉蝣,所有蜉蝣对更新完毕后,
以更新后群体作为新一代亲本,重新划定种群,同
时,通过加入随机突变机制抑制算法过早收敛,使算

法向着其他空间继续探索,提高全局搜索能力,一定

程度上防止陷入局部最优。
步骤5 判断是否达到迭代上限,若满足条件,以全

局最优蜉蝣参数重构CNN-GRU模型,若不满足条

件,循环执行步骤3~5。

3 实验验证

3.1 数据集描述

为验证 本 文 方 法 的 有 效 性,采 用 东 南 大 学

(SEU)齿轮箱数据集、凯斯西储大学(CWRU)滚动

轴承数据集以及实验室自测振动平台数据集,以

1024个数据点为一个样本,采用VMD和CWT分

别生成时序样本和图像样本,验证本文方法的有效

性。SEU齿轮箱实验台包含正常、齿轮故障、轴承
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故障及其复合故障共计10类齿轮箱健康状态信号。
凯斯西储大学选取零负载下故障直径为0.007mm
时的9种故障数据,构成实验数据集。实验室自测

振动平台数据集如图2所示,轴承故障预设在输出

轴侧,齿轮故障预设在从动齿轮上。在行星齿轮箱

上预制了11种齿轮箱健康状态,其中轴承故障包括

滚动体故障、内圈故障、外圈故障,齿轮故障包括齿

面磨损、齿轮断齿,复合故障包括齿轮断齿加轴承滚

动体故障、齿轮断齿加轴承内圈故障、齿轮断齿加轴

承外圈故障、齿面磨损加轴承滚动体故障、齿面磨损

加轴承内圈故障、齿面磨损加轴承外圈故障。

图2 实验室自测振动平台

Fig.2Laboratoryself-testingvibrationplatform

3.2 实验结果与分析

3.2.1 超参数优化结果对比

为展示蜉蝣算法优化效果,以粒子群算法、遗传

算法作为对比算法,图3为3种算法迭代过程识别

精度变化情况。根据图3中曲线分析,3种优化算

法均能通过对超参数优化提高识别精度。粒子群算

法以最快速度收敛,但识别精度较低,遗传算法收敛

速度较慢,相比于这两种优化算法,蜉蝣算法优化效

果更好。

图3 3种算法寻优识别精度

Fig.3Threealgorithmsforoptimizingrecognitionaccuracy

3种优化算法得到的超参数组合识别精度结果

如表3~5所示,3种参数组合识别精度均超过

98%,并且各超参数最佳组合并非一成不变,不同参

数组合之间能够起到较好效果,优化算法对超参数

优化结果影响较大,相比于遗传算法和粒子群算法,
经过蜉蝣算法优化后模型识别精度最高,优化曲线

更加平稳。因此,采用蜉蝣算法作为模型优化算法。

表3 3种算法优化的超参数(2D)
Table3Superparametersoptimizedbythreealgorithms(2D)

优化算法
卷积核尺寸 卷积核数

卷积层1 卷积层2 卷积层3 卷积层1 卷积层2 卷积层3
丢弃率

遗传算法 4×4 3×3 3×3 32 64 64 0.6000

粒子群算法 5×5 4×4 3×3 32 64 64 0.3672

蜉蝣算法 3×3 5×5 5×5 32 64 64 0.5060

表4 3种算法优化的超参数(1D)
Table4Superparametersoptimizedbythreealgorithms(1D)

优化

算法

GRU神经元数 丢弃率

GRU
层1

GRU
层2

第1层 第2层 第3层

遗传算法 29 24 0.26900.20000.2000

粒子群算法 29 21 0.49210.60000.6000

蜉蝣算法 118 47 0.60000.58530.5308

表5 不同超参数组合对识别精度的影响

Table5Influenceofdifferenthyperparametercombinations
onrecognitionaccuracy

优化

算法
学习率

优化器

类型

最小

批次

识别

精度/%

遗传算法 0.0039 Adam 89 99.67

粒子群算法 0.0043 Adam 40 98.67

蜉蝣算法 0.0018 Adam 29 100.00
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3.2.2 不同实验平台下实验结果与对比分析

将经过 MA优化初始化参数后的CNN-GRU
模型与 CNN、GRU、深度适配网络(DAN)[27]和

CNN-GRU模型进行对比,在CWRU数据集、SEU
数据集和自测数据集上的对比结果如图4所示。从

图4中可以得出:采用传统GRU和CNN模型识别

效果不如 CNN-GRU 模型,未经过优化的 CNN-
GRU模型在CWRU数据集上识别精度为97.9%,
比GRU模型高5.4%,比CNN模型高3.3%,比DAN
模型高2.8%;在SEU数据集上识别精度为96.8%,
比GRU模型高6%,比CNN模型高3.1%,比DAN
模型高2.6%;在自测数据集上识别精度为97.5%,
比GRU 模型高6.3%,比 CNN 模型高3.6%,比

DAN模型高3.2%。经优化的CNN-GRU模型,在

CWRU数据集上识别精度高达99.8%,在SEU数

据集上识别精度为99.5%,在自测数据集上识别精

度为99.6%,相比未经优化的CNN-GRU模型有明

显提升。

图4 不同工况下识别精度对比

Fig.4Comparisondiagramofrecognitionaccuracyunderthe
sameworkingcondition

为了直观、清晰地分析模型性能,通过混淆矩阵

显示某次测试中故障诊断结果,具体如图5所示。

GRU模型共识别正确274个样本,识别错误26个

样本,识别精度为91.33%;CNN模型共识别正确

285个样本,识别错误15个样本,识别精度为95%;

DAN模型共识别正确288个样本,识别错误12个

样本,识别精度为96%;CNN-GRU模型共识别正确

293个样本,识别错误7个样本,识别精度为97.67%;

MA-CNN-GRU模型共识别正确299个样本,识别错

误1个样本,识别精度为99.67%,由此可见,双通道

模型能一定程度上提升故障识别精度,同时也证明双

(a)GRU

(b)CNN

(c)DAN

(d)CNN-GRU
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(e)MA-CNN-GRU
图5 故障分类混淆矩阵

Fig.5Faultclassificationconfusionmatrix

通道特征提取具有互补性,相比于单通道,能提取到

更多故障特征,故障信息更加完整。

图6 5种网络模型训练识别精度的对比

Fig.6Comparisonoftrainingdiagnosisratesfor

fivenetworkmodels

图6进一步展示所提模型及对比模型的测试精

度,MA-CNN-GRU模型首次迭代准确率为22.33%,
比CNN-GRU模型高1.67%,比DAN模型高10.04%,

比GRU模型高11%,比CNN模型高17.33%。初

始训练阶段,MA-CNN-GRU模型测试精度曲线斜

率较大,证明其正在迅速收敛,4种对比算法测试精

度曲 线 斜 率 均 小 于 MA-CNN-GRU 模 型。MA-
CNN-GRU模型在第54次迭代时准确率为100%,

并在迭代74次后达到稳定,收敛于100%;CNN-
GRU模型在第156次迭代时准确率为97.67%,并
在迭代246次后达到稳定,收敛于97.67%;GRU模

型测试精度曲线经过67次迭代后达到最大识别

精度,221次迭代后才趋于稳定;CNN模型测试精

度曲线经过61次迭代后达到最大识别精度,但后

续精度仍有一定波动,较不稳定;DAN模型测试

精度曲线经过82次迭代后达到最大识别精度,

180次迭代后才趋于稳定。相比于其他算法,MA-
CNN-GRU模型测试精度曲线均能迅速收敛,训练

精度曲线更为平滑,所提方法识别精度明显优于

对比方法。

3.2.3 噪声工况下实验结果与对比分析

为了验证模型鲁棒性,使实验更逼近真实环境

下采集的信号特征,以SEU数据集作为实验数据,

在信号中添加高斯白噪声,并与GRU、CNN、DAN、

CNN-GRU模型进行对比,结果如图7所示。由

图7可知,MA-CNN-GRU 模 型 具 有 较 强 的 鲁 棒

性,能够在高频噪声影响下保持良好的分类能力,

相较于GRU、CNN、DAN、CNN-GRU 模型有明显

优势。

图7 5种网络模型噪声干扰下识别精度的对比

Fig.7Comparisonofrecognitionaccuracyunder

noiseinterferenceoffivenetworkmodels

3.2.4 变负载工况下实验结果与对比分析

以凯斯西储大学数据集作为实验数据,将经过

MA优化初始化参数后的CNN-GRU模型与CNN、

DAN模型进行对比。故障诊断结果如表6所示,表

6中,任务A→B表示以A数据集为信号源域,B数

据集为信号目标域,采用迁移学习策略训练故障识

别模型。其中,CNN模型未采用迁移学习策略,其
平均识别精度为83.85%,DAN模型平均识别精度

为86.51%,使用BN层进行归一化的CNN-GRU
模型的平均识别精度为88.57%,使用BN层进行

归一化的 MA-CNN-GRU模型相对表现较好,平均

识别精度为90.51%。在12组变负载工况下的诊

断任务中,使用AdaBN层进行归一化的 MA-CNN-
GRU模型故障诊断精度最高,平均识别精度为

92.90%,比CNN、DAN、使用BN层进行归一化的
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CNN-GRU和使用BN层进行归一化的 MA-CNN-
GRU模型分别高9.05%,6.56%,4.33% 和2.39%,
结果表明:AdaBN 的引入提高了变 负 载 情 况 下

MA-CNN-GRU模型的诊断性能。
为显示训练后源域和目标域信号分布,本文采

用t分布邻域嵌入(t-SNE)将全连接层可视化。图

8以CNN和MA-CNN-GRU(AdaBN)模型为例,显
示任务B→C可视化特征图,图8中横纵坐标表示

经过(t-SNE)降维后前两列特征。其中,S0~S9 为

源域对10种轴承健康状态训练得到的网络的特征

分布,T0~T9 为目标域对10种轴承健康状态训练

得到的网络的特征分布。

表6 变负载工况下的故障诊断结果

Table6Diagnosticresultsundervariableloadconditions

任务
平均识别精度/%

CNN DAN CNN-GRU(BN) MA-CNN-GRU(BN) MA-CNN-GRU(AdaBN)

A→B 91.40 92.20 92.80 93.10 95.10

A→C 83.30 89.47 90.19 92.23 96.33

A→D 75.93 79.33 83.68 85.55 91.27

B→A 92.60 93.37 93.66 93.66 94.43

B→C 92.13 93.40 93.93 95.10 95.27

B→D 80.20 82.13 84.05 87.88 93.20

C→A 88.87 91.33 92.22 95.18 96.10

C→B 89.57 92.57 93.54 95.98 96.73

C→D 84.20 86.30 88.41 89.20 90.37

D→A 73.97 74.87 80.65 83.21 86.53

D→B 69.77 72.40 79.54 82.88 84.80

D→C 84.30 88.73 90.13 92.18 94.70

平均值 83.85 86.34 88.57 90.51 92.90

(a)CNN特征可视化

  
(b)MA-CNN-GRU(AdaBN)特征可视化

图8 全连接层特征可视化

Fig.8Fullyconnectedlayerfeaturevisualization

  从图8可以看出,CNN模型中大部分样本源域

和目标域特征距离接近,例如正常状态S0、T0,但分

布差异较大,例如内圈故障损伤尺寸为0.36mm

(S5、T5),并且部分特征之间存在重叠现象,例如滚

动体故障损伤尺寸为0.36mm(S2、T2),这是由于

CNN没有使用迁移策略。
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与之相比,MA-CNN-GRU(AdaBN)中源域和

目标域特征重合度较高,无混叠现象出现,不同负载

下对其识别效果良好,不同类别之前区分度较高,这
进一步验证了 MA-CNN-GRU模型在处理变负载

状态下故障诊断的优越性。综上,所提优化后的

MA-CNN-GRU(AdaBN)算法模型对于变负载后的

目标域特征具备很好的自适应能力,即使面对特征

邻域分布存在差异的情况,依旧能够很好地应对轴

承故障诊断任务。

4 结 论

针对齿轮箱故障难以准确提取出微小特征故

障,深度学习模型超参数选用对于人工经验的高度

依赖性问题,提出一种基于 MA算法优化的双通道

故障诊断模型CNN-GRU,在SEU齿轮箱数据集以

及CWRU滚动轴承数据集进行了对比实验,得到

以下结论。
(1)建立双通道故障诊断模型CNN-GRU,在对

原始数据进行预处理后,与GRU、CNN和DAN进

行对比,实验结果表明,采用时序和图像双通道输入

的CNN-GRU模型相比于传统模型具有更高识别

精度,证明了双通道特征提取具有一定的互补性。
(2)采用 MA算法优化CNN-GRU超参数,以

遗传算法和粒子群算法作为对比算法,实验结果表

明,蜉蝣算法优化效果明显优于对比算法,优化后的

CNN-GRU模型分类特性明显高于未优化的版本,
本文所提方法能够对齿轮箱故障进行准确检测,对
维修和保持机械设备稳定运行具有一定的实用

价值。
(3)针对实际工作过程中工作载荷随生产条件

变化导致数据集分布差异的情况,引入 AdaBN算

法代替传统的BN层,实现了故障信号在不同负载

下的有效识别,极大地提高模型的故障诊断精度。
(4)基于 MA优化的CNN-GRU诊断模型适用

于齿轮箱的故障诊断,具有较高的分类精度,由于其

双通道设计,计算参数量较多,模型训练时间较长,
对于故障诊断时间要求不高的场合有重要的应用参

考价值。
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